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RESUMO 

A modelagem de áreas suscetíveis à perda de solo por processos hidroerosivos 
consiste em um instrumento simplificado da realidade com a finalidade de prever 
comportamentos futuros a partir da observação e interação de um conjunto de 
fatores geoambientais. A degradação do solo, por sua vez, é a perda de suas 
funções em decorrência das atividades humanas, como: agricultura, 
sobrepastoreio, desmatamento e entre outras que promovem a remoção por solo 
fértil e perda da capacidade de sustentar os níveis produtivos. À face do exposto, 
a corrente análise tem como objetivo prever a suscetibilidade à perda de solo por 
evento hídrico e mapear as áreas com risco potencial de erosão, empregando 
os princípios do modelo estatístico - Regressão Logística Binária - e do modelo 
de aprendizagem de máquina - Rede Neural Artificial -, com a finalidade de 
compreender o desempenho dos modelos, analisar o conjunto de preditores e 
mapear as áreas de risco erosivo. Para tanto, definiu-se a sub-bacia hidrográfica 
do rio Sete Voltas (330 km2) como área experimental para o desenvolvimento da 
pesquisa no município de Colorado do Oeste/RO. Inicialmente, foi concebido o 
mapa de inventário de erosão de solo construído por meio de várias 
investigações em campo, incluindo o uso de aeronaves remotamente 
pilotadas. Foram selecionadas 50 (cinquenta) unidades amostrais com presença 
de erosão baseadas nos pressupostos indicados na literatura e, para 
complementar a análise dicotômica, foram designados randomicamente 50 
(cinquenta) unidades com ausência de erosão. Em seguida, procedeu-se a 
seleção dos parâmetros previsores que exercem, de forma conjunta direta ou 
indireta, alguma influência no mecanismo de ocorrência dos eventos de perda 
de solo, como: Altitude, Declividade, Aspecto ou Orientação da Vertente, 
Curvatura da Vertente, Índice Topográfico Composto, Índice de Potência do 
Fluxo, Densidade de Lineamento, NDVI, Densidade de Drenagem, Litologia, 
Tipo de solo, Erosividade, Temperatura da Superfície Terreno e Uso e Ocupação 
do Solo. Após a avaliação da contribuição relativa de cada variável preditora para 
os modelos, obteve-se o mapa de suscetibilidade à erosão com 05 (cinco) 
classes de referência: Muito Baixa, Baixa, Moderada, Alta e Muito Alta. A 

precisão do modelo foi avaliada por meio da curva ROC e Área de AUC. Embora 
a análise aponte que o modelo RNA (AUC = 0,808 e Precisão Global de 79,2%) 
apresentou melhor precisão do que o modelo RLB (AUC =0,888 e Precisão 
Global de 77%), é possível notar muita similaridade entre os modelos 
selecionados. Os fatores causais mais eficazes na previsão da suscetibilidade à 
erosão foram NDVI, Erosividade e Temperatura da Superfície do Solo em ambos 
os modelos. A RLB indicou que 57,71% da área da sub-bacia é suscetível à 
perda de solo e o modelo RNA registrou 54,80% de suscetibilidade. Assim, os 
resultados da presente pesquisa indicaram que os modelos RLB e RNA podem 
ser aplicados com sucesso ao mapeamento de suscetibilidade à perda de solo 
por evento hídrico em ambientes semelhantes. A técnica se mostrou eficaz, com 
precisão adequada e sem emprego de métodos demorados e de alto custo, além 
de se apresentarem como ferramentas que podem auxiliar os planejadores e 
gestores de recursos naturais a reduzir as perdas causadas por eventos 
pluviométricos. 

Palavras-chave: Regressão Logística Binária; Rede Neural Artificial; 
Suscetibilidade à erosão 
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ABSTRACT 

The modeling of areas susceptible to soil loss by hydro erosive processes 
consists of a simplified instrument of reality with the purpose of predicting future 
behavior from the observation and interaction of a set of geoenvironmental 
factors. Soil degradation, in turn, is the loss of its functions because of human 
activities, such as agriculture, overgrazing, and deforestation, among others that 
cause the removal of fertile soil and loss of ability to sustain production levels. 
Considering the above, the current analysis aims to predict the susceptibility to 
soil loss by water events and map areas with potential erosion risk, using the 
principles of the statistical model - Binary Logistic Regression - and the machine 
learning model - Artificial Neural Network - to understand the performance of the 
models, analyze the set of predictors and map the areas of erosive risk. 
Therefore, the Sete Voltas river sub-basin was defined as an experimental area 
for the development of research in the municipality of Colorado do Oeste/RO. 
Initially, the soil erosion inventory map was constructed through various field 
investigations, including the use of remotely piloted aircraft. Fifty (50) sampling 
units with the presence of erosion were selected based on the assumptions 
indicated in the literature and, to complement the dichotomous analysis, 50 (fifty) 
units with no erosion were randomly assigned. Then, the selection of predictor 
parameters that exert, directly or indirectly, some influence on the mechanism of 
occurrence of soil loss events, such as Altitude, Slope, Aspect or Orientation of 
the Slope, Curvature of the Slope, Composite Topographic Index, Flow Power 
Index, Lineament Density, NDVI, Drainage Density, Lithology, Soil Type, 
Erosivity, Land Surface Temperature, and Land Use and Occupancy. After 
evaluating the relative contribution of each predictor variable to the models, the 
erosion susceptibility map was obtained with 05 (five) reference classes: Very 
Low, Low, Moderate, High, and Very High. The model's accuracy was evaluated 
using the ROC curve and AUC Area. Although the analysis confirms that the RNA 
model (AUC = 0.808 and Global Precision of 79.2%) presented better precision 
than the RLB model (AUC = 0.888 and Global Precision of 77%), it is possible to 
notice a lot of similarities between the selected models. The most effective causal 
factors in predicting erosion susceptibility were NDVI, Erosivity and Soil Surface 
Temperature in both models. The RLB indicated that 57.71% of the sub-basin 
area is susceptible to soil loss, and the RNA model recorded 54.80% 
susceptibility. Thus, the results of the present research indicated that the RLB 
and RNA models can be successfully applied to the mapping of susceptibility to 
soil loss by water events in similar environments in the Amazonian context. The 
technique proved to be effective, with high precision and without the use of time-
consuming and expensive methods, in addition to presenting themselves as tools 
that can help planners and managers of natural resources to reduce losses 
caused by rainfall events. 

Keywords: Binary Logistic Regression; Artificial Neural Network; Susceptibility 
to erosion
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INTRODUÇÃO 

Na relação homem-natureza encontra-se uma característica peculiar que 

a difere das outras relações existentes no meio natural – a interação e a 

apropriação do espaço -, e que “parece ser a marca distintiva da vida humana” 

(CASSIRER, 1994, p.47). O homem, afirma Cassirer (op. cit.), descobriu um 

novo método para adaptar-se ao seu ambiente. 

À este método, Cassirer (op. cit.) descreve o homem como animal 

symbolicum no qual desenvolveu a capacidade de isolar relações e de considerá-

las em seu significado abstrato, introduzindo os símbolos. Sem este universo 

simbólico “a vida do homem ficaria confinada aos limites de suas necessidades 

biológicas e seus interesses práticos” (CASSIRER, 1994, p.72). 

A evolução da espécie humana descreve este processo de distinção dos 

demais gêneros que compõe a vida animal na Terra. Os primeiros hominídeos 

surgiram aproximadamente 2,5 milhões de anos e o primeiro representante do 

gênero Homo, o Homo habilis, fabricava as primeiras ferramentas. Seu sucessor, 

o Homo erectus, passou a dominar elementos da natureza como o fogo, sem 

apresentar, conforme esclarece Marques Neto (2008), pretensões organizativas. 

Mas foi, entretanto, com o aparecimento do Homo sapiens, espécie a qual 

o homem contemporâneo pertence, que se verifica o contínuo processo de 

dominação e sujeição da natureza, em uma notória evolução acompanhada do 

desenvolvimento das técnicas. 

O homem criou situações cujo grau de intensidade variaram de acordo 

com o propósito da ação. Tais ações alteraram o equilíbrio dinâmico do espaço, 

e diante do cenário de subjugação da natureza é inconteste que a “desproporção 

absurda entre a maneira de viver e de consumir” (ZAIDAN; SILVA, 2007, p.32) 

têm sobrecarregado a capacidade de reposição dos recursos por parte do meio 

ambiente. 

“É preciso cada dia mais ver o ambiente e seus recursos naturais como 

um patrimônio da humanidade atual e futura” assevera Ross (1994, p.71). O 

paradigma ambiental cada vez mais aceito, discutido e reflexionado pela 

sociedade é baseado numa realidade sistêmica, dinâmica e integrada, o qual 

adota para compreensão dos fenômenos a interconectividade, a 

interdisciplinaridade e a síntese. O ponto de vista sistêmico, de acordo com 
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Almeida (2014), é um importante instrumento de pesquisa, planejamento e 

gestão. 

Dada a complexa inter-relação dos componentes do meio (relevo, solo, 

vegetação, clima e hidrografia) qualquer interferência em um destes elementos 

reflete sobre os demais componentes do sistema (SPÖRL, 2001). Segundo 

ROSS (1990, pg.12), “todas as modificações inseridas pelo homem no ambiente 

natural alteram o equilíbrio de uma natureza que não é estática, mas que 

apresenta quase sempre um dinamismo harmonioso em evolução estável e 

contínua, quando não afetada pelos homens”. Quando este equilíbrio é alterado, 

gera-se estados de desequilíbrios temporários ou permanentes. 

No contexto sistêmico, a análise da suscetibilidade à erosão do solo é um 

dos grandes desafios para enquadrar estratégias e políticas adequadas de 

sustentabilidade a longo prazo. Diversos estudos sobre a análise de risco de 

erosão do solo foram conduzidos, desde avaliações puramente quantitativa a 

métodos qualitativos complexos, no sentido de compreender, mensurar e propor 

medidas mitigadoras. 

São exemplos de modelos empíricos de quantificação da erosão hídrica 

a USLE/RUSLE, SLEMSA (Estimador de Perda de Solo para a África Austral) e 

o método Morgan, baseados na identificação de relações estatisticamente 

significativas entre variáveis. Além de modelos de risco rosão como WEPP 

(Projeto de Erosão e Previsão da Água); GUESS (Griffith University Erosion 

Sedimentation System) e EUROSEM (Modelo Europeu de Erosão do Solo), 

entre outros. 

Apesar destes modelos terem sido desenvolvidos em condições 

geoambientais específicas, muitos foram construídos desconsiderando os 

efeitos de interação e retroalimentação dos sistemas. Os mapeamentos de risco 

a partir de análise multivariada torna-se relevante instrumento na disponibilidade 

de informações porque busca compreender o fenômeno a partir de um conjunto 

de fatores que atuam direta ou indiretamente, considerando as relações 

existentes entre si e com o evento. 

As técnicas de análise multivariada de dados podem ser definidas como 

ferramentas analíticas que auxiliam na investigação acerca de fenômenos 

complexos, envolvendo múltiplas dimensões e são capazes de identificar 

padrões presentes nas diversas interações entre as variáveis analisadas.  
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Sarkar; Mishra, (2018) asseveram que os modelos de previsão baseados 

em múltiplos critérios estão atingindo, gradualmente, diferentes domínios das 

ciências do sistema terrestre devido a sua capacidade de prever os processos 

geoambientais, recebendo várias informações dos usuários e tratamento 

estatístico e matemático baseado em lógica. 

 Para tanto, considera-se como modelo preditivo uma função matemática 

que, aplicada a uma grande quantidade de dados, descobre padrões conhecidos 

ou não, e prevê acontecimentos futuros. Segundo LOPES (2019), a análise 

preditiva consiste no uso de dados, algoritmos estatísticos e técnicas de Machine 

Learning para identificar a probabilidade de resultados futuros com base em 

dados históricos. O objetivo é fornecer mais robustez às avaliações prognósticas 

do fenômeno de perda de solo. O resultado é a simplificação da tomada de 

decisão e a geração de novos insights. 

 O emprego de modelos preditivos é uma alternativa imprescindível na 

atualidade em função da grande quantidade de dados existentes (WITTEN et al. 

2011). Os softwares, neste cenário, usam de artifícios como inteligência artificial, 

estatística e aprendizagem de máquina (Machine Learning) para analisar os 

dados brutos e produzir informações. 

 O raciocínio probabilista, bem como o raciocínio lógico, é uma das 

principais abordagens utilizadas para modelar sistemas que agem racionalmente 

dentro da área de Inteligência Artificial, que, por sua vez, é adequado para 

situações em que não se conhece previamente todo o escopo do problema, ou 

seja, para representar inferências prováveis, porém incertas (ARA-SOUZA, 

2010). Geralmente, os métodos estatísticos obtêm resultados precisos porque 

podem usar diferentes conjuntos de dados (YILMAZ; KESKIN, 2009).   

 À vista disso, verifica-se que os levantamentos de regiões suscetíveis aos 

processos erosionais no Brasil defronta-se com a necessidade de atualização 

tanto do método quanto das variáveis; de melhoria na qualidade e na escala dos 

produtos; e significativa redução da subjetividade. O conjunto de ferramentas 

estatísticas, softwares e dados básicos disponíveis, aliado aos conhecimentos 

de pedologia, geologia, geomorfologia e climatologia podem suprir algumas 

limitações e lacunas dos mapeamentos tradicionais. 

 A aplicação de técnicas de análise estatística e de machine learning no 

mapeamento da suscetibilidade à erosão em um contexto regional destaca-se 
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também como alternativa na melhoria dos levantamentos realizados no Estado, 

a exemplo do Zoneamento Socioeconômico Ecológico do Estado de Rondônia 

no que tange à riqueza de informações geradas e aprimoramento dos detalhes. 

Assim, baseados na seleção racional de preditores geoambientais, o 

presente estudo pretende fazer uso de tratamento estatístico e matemático com 

auxílio de machine learning para a construção de modelos de suscetibilidade de 

risco potencial à erosão do solo na sub-bacia hidrográfica do rio Sete Voltas no 

Sul do Estado de Rondônia. 
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Justificativa 

 O mapeamento das áreas potencialmente erosionáveis é de fundamental 

importância em função da dinâmica ambiental observada na região Sul de 

Rondônia. A ocupação humana sem planejamento, resultado dos estímulos 

governamentais de ocupação, provocaram mudanças significativas nas 

características superficiais do solo, favorecendo o surgimento e a evolução dos 

processos erosivos. 

  Apesar de ainda existirem remanescentes florestais na área, há o 

predomínio de uso antrópico representado por pastagens, agricultura e 

vegetação secundária em diversos estágios de sucessão florestal. As alterações 

provocadas pela remoção da vegetação nativa promovem anualmente perdas 

substanciais de solo (SHIT; POURGHASEMI, 2020), com graves consequências 

para a manutenção da produtividade agropecuária e na valorização do imóvel 

rural. 

 Os problemas causados pela perda do solo são inúmeros e têm sido 

objeto de preocupação ambiental no Brasil e em diversos outros países em razão 

da deterioração da qualidade do solo e da redução das suas funções (MOSAVI 

et al. 2020, ROY; SAHA, 2021). Prognósticos de áreas mais sensíveis a 

problemas ambientais têm a finalidade de recomendar o melhor aproveitamento 

das atividades desenvolvidas e promover a maior sustentabilidade do meio 

(XING et al. 2021).  

  O mapeamento das áreas com risco potencial de perda de solo 

oportuniza a representação do conhecimento do comportamento atual do terreno 

em relação às respostas aos processos erosivos e, como efeito, é possível 

identificar áreas suscetíveis a impactos ambientais nos mais diversos aspectos 

provocados pelo uso de determinada área (ARABAMERI et al. 2021). 

 A identificação e compreensão dos fatores desencadeantes dos 

processos erosionais têm sido facilitadas com os avanços das técnicas de 

inteligência artificial, algoritmos, SIG e imageamento remoto (AL-NAJJAR; 

PRADHAN, 2021), visto que permitem fazer avaliações temporais e pontuais, 

quanto ao estado de degradação dos solos, de forma ágil e em lugares de difícil 

acesso, gerando importante contributo ao estudo das erosões de solo.  

 Diante deste quadro, surgem questionamentos pertinentes quanto a 

aplicabilidade dos modelos preditivos em ambiente amazônico, tais como:  
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a) Quais as relações que existem entre os preditores selecionados?  

b) Os preditores são adequados e capazes de indicar as áreas com maior 

sensibilidade à erosão?  

c) Os resultados apresentados por estes modelos são confiáveis e 

representam minimamente os aspectos da superfície?  

 Em face do exposto, decorre a necessidade de testar os modelos como 

Regressão e Classificação, validar e até mesmo falsear com o objetivo de 

verificar e comprovar as limitações decorrentes do mapeamento da 

suscetibilidade à perda de solo por evento hídrico. 
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 Hipótese 

 A aplicação de técnicas estatísticas e de aprendizado de máquina podem 

prever a suscetibilidade do solo à erosão hídrica e fornecer subsídio para o 

mapeamento das áreas com risco potencial de perda de solo. 

 

 

 

 Objetivos 

 O objetivo principal consiste em prever a suscetibilidade à erosão do solo 

e mapear as áreas de risco potencial de erosão empregando os princípios do 

modelo estatístico de Regressão Logística Binária e do modelo de aprendizagem 

de máquina Rede Neural Artificial. 

 

Assim, os objetivos específicos se alinham em: 

● Analisar o conjunto de preditores a fim de verificar a forma de 

atuação na composição do quadro erosivo; 

● Prever a probabilidade de ocorrência ou não de erosão do solo em 

qualquer ponto da área experimental com base em uma série de 

fatores ativos nele; 

● Comparar o desempenho dos modelos preditivos na identificação de 

áreas potenciais à erosão; 

● Mapear e quantificar as áreas sensíveis à perda de solo. 
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CAPÍTULO II 

FUNDAMENTAÇÃO TEÓRICO-METODOLÓGICA 

“Essencialmente, todos os modelos estão errados, mas alguns são 

úteis." 

George E.P. Box 

 

 A fundamentação teórico-metodológica consiste na seleção das leituras 

que se referem ao assunto abordado na pesquisa com a finalidade de orientar a 

análise e a interpretação dos dados coletados, ao mesmo tempo, que amplia a 

capacidade de discutir e dialogar com outras áreas do conhecimento na tentativa 

de compreender melhor o fenômeno. 

A necessidade de síntese ou de uma proposta coerente, quando em 

estudo de modelagens preditivas com fins de promover a sustentabilidade requer 

o estabelecimento claro e rigoroso dos critérios teóricos e metodológicos que 

norteiam o desenvolvimento dos objetivos.  O capítulo que se segue, dado o 

caráter interdisciplinar da proposta, buscou trazer alguns conceitos geográficos 

e de outras ciências, agrupando-os em temas correlatos, como: 

1. Degradação do solo e as dinâmicas erosivas com o propósito de 

abordar os vários mecanismos responsáveis pela perda de solo por 

erosão pluvial a partir do entendimento da complexidade das 

interações sinérgica dos agentes condicionantes; 

2. Modelagem aplicada à suscetibilidade à erosão com o desígnio de 

trazer o olhar da geografia sobre as modelagens ambientais incluindo 

as principais discussões sobre os modelos. 

3. Modelagens preditivas no contexto da inteligência artificial com o 

intuito de aludir ao pensamento estatístico dos modelos preditivos na 

pesquisa, bem como, suas aplicações e resultados alcançados. 

 

 

2.1 Degradação do solo e as dinâmicas erosivas 

 A degradação do solo significa a deterioração das suas propriedades 

químicas, físicas, biológicas, entre outras, que associadas ou individualizada 
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atuam de maneira que o solo deixa de ser produtivo por processos como: a 

erosão pluvial, movimentos de massa, acidificação, salinização e desertificação 

(GUERRA, 2014b). A degradação do solo refere-se ainda à deterioração 

temporária e permanente da qualidade do solo e à redução de suas funções, 

tornando-se uma ameaça à sustentabilidade a longo prazo da humanidade 

(LAFLEN; ROOSE, 2014). 

 Entre os processos de degradação destaca-se a erosão em que o 

desgaste da superfície terrestre, independente do agente erosivo atuante 

(hídrica, eólica, marinha, glacial ou gravitacional), é um fenômeno, 

essencialmente, natural, porém potencializado pela ação antropogênica no meio.  

 A erosão do solo tem sido reconhecida como a principal causa de 

degradação da terra em todo o mundo (VALENTÍN et al. 2005). O 

desmatamento, o excesso de pastoreio e as mudanças no uso da terra são os 

fatores que estimulam a erosão, ameaçando a sustentabilidade desse sistema 

de uso da terra (PULIDO et al. 2018). 

 Den Biggelaar et al. (2003) sugerem que as taxas médias globais de 

erosão estão entre 12 e 15 toneladas ha-1 ano-1. Zuazo; Pleguezuelo (2009) 

afirmam que aproximadamente 75 bilhões de toneladas de solo são erodidas dos 

ecossistemas terrestre. Segundo a FAO (2015), aproximadamente 33% dos 

solos do mundo são considerados degradados, e a erosão é responsável pela 

perda de 25 a 40 bilhões de toneladas de solo ano. 

 Em termos de produção agrícola, baseados em fontes de dados do 

GLASOD, o intervalo de estimativas de perda anual de culturas devido à erosão 

varia de 0,1% a 0,4%, estimando redução média de 0,3%. Segundo Foley et al. 

(2005), a perda de 10,25% (considerando o valor médio de perda de 0,3% no 

período de 2015 a 2050) da produção devido à erosão seria equivalente à 

remoção de 150 milhões de hectare da produção agrícola ou perda de 4,5 

milhões de ha ano-1. Piemental et al. (1995) estimaram que a perda maciça de 

solo por erosão custa ao mundo aproximadamente US $ 400 bilhões de dólares 

por ano ou mais de US $ 70 por pessoa ano. 

 O conceito de erosão consiste em uma série de transferências de energia 

e matéria geradas por um desequilíbrio do sistema água/solo/cobertura vegetal, 

as quais resultam numa perda progressiva do solo (MAFRA, 2014). A erosão 
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resultante da ação da água é a forma mais comum e de maior distribuição 

espacial na superfície terrestre (HASSET; BANWART, 1992).  

 Os eventos iniciais de perda de solo envolvem basicamente dois 

processos: a ação cinética da gota da chuva, sobretudo em solos com privação 

de vegetação; e o escoamento superficial (runoff) que transporta o material 

erodido ao longo da vertente (SALOMÃO, 2014). Conjugado esses dois fatores, 

instala-se a perda de solo por diferentes processos sequenciais a qual culmina 

com o estabelecimento de ravinas e voçorocas. 

 Guerra (2014) faz a descrição pormenorizada de todo o processo erosivo. 

Os efeitos iniciais da erosão irrompem-se por salpicamento (splash) que varia 

com a resistência do solo ao impacto da gota da chuva, concatenada ao 

potencial erosivo pluviométrico. A erosividade é resultante da energia cinética, 

ou seja, é função da duração, massa, tamanho da gota e velocidade da chuva. 

Quanto maior a energia cinética maior a probabilidade em causar ruptura dos 

agregados de solo. 

 Os agregados concernem aos componentes da estrutura do solo e são 

importantes: na manutenção da porosidade e aeração do solo, no crescimento 

das plantas e da população microbiana, na infiltração de água e no controle dos 

processos erosivos (BASTOS et al. 2005). Vários são os fatores que interferem 

na estabilização dos agregados, a exemplo: do tipo e teor de argila, metais 

polivalentes, carbonato de cálcio, óxidos e hidróxidos de ferro, alumínio e 

manganês, exsudatos orgânicos de plantas, substâncias orgânicas provenientes 

da ação de microrganismos e outros compostos orgânicos. Além dos ciclos de 

umedecimento e secagem (MALTONI, 1994). 

 Nada obstante todos esses indicadores interferirem na agregação do solo, 

o teor de matéria orgânica pesa sobremaneira na erodibilidade e condiciona a 

sua estabilidade por conferir resistência ao impacto das gotas e, 

consequentemente, na ruptura dos agregados, uma das primeiras causas do 

processo erosivos. 

 À medida que os agregados se rompem há formação de crostas que 

levam a selagem dos solos. Esse encadeamento é responsável pelas quedas na 

taxa de infiltração e aumento do volume de escoamento superficial. O selamento 

da superfície promove o aumento da densidade aparente do solo, diminui a 

porosidade e atinge diretamente a capacidade de infiltração da água. 
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 A partir do momento que a água fica parcialmente impedida de penetrar 

no solo, forma-se as poças (ponds) que são a concentração de água em 

irregularidades existentes no microtopografia do solo com profundidade de 1 a 

2mm até alguns centímetros. Quando sobrevém a saturação das irregularidades, 

as poças começam a ligar-se uma com as outras, introduzindo o runoff, 

inicialmente difuso (GUERRA, 2014). 

 O escoamento difuso ou em lençol (sheetflow) é conhecido como fluxo 

laminar ou erosão laminar em que a partir de uma determinada distância crítica 

do topo da encosta ocorre o cisalhamento das partículas e se instala o processo 

erosivo (GUERRA, 1998). A etapa seguinte ao sheetflow é a concentração do 

fluxo de água e início do fluxo linear (flowline). 

 O fluxo concentrado leva a formação de canais decorrente do atrito entre 

o sedimento erodido presente no fluxo linear e o fundo dos pequenos canais 

formatando a rugosidade do local. A partir dessa configuração há o 

desenvolvimento de microrravinas (micro-rills) em que há aumento da 

turbulência do fluxo. 

 Segundo Guerra (2014), o aumento de rugosidade no fundo dos 

pequenos canais causa turbulência localizada e aumenta a erosão, podendo 

começar surgir algumas pequenas cabeceiras nas ravinas que estão se 

formando nas encostas com o aparecimento de pequenas poças situadas a 

jusante. 

 Fonseca (2017) afirma que os pequenos poços aparecem, na maioria das 

vezes, associados a pequenos desníveis interno - micromorfologia de fundo - 

que em alguns pontos produz maior energia de turbilhonamento da água 

escoada, gerando diferentes aprofundamentos nos canais, porém de forma 

gradativa. 

 A presenças de poças dentro das microrravinas antecede a etapa da 

formação das cabeiras (headcuts). O microrravinamento com cabeiras é o 

estágio em que a taxa de produção de sedimentos, derivada do recuo das 

cabeceiras, excede a capacidade de transporte e há o alargamento e 

aprofundamento do canal. 

 Posteriormente, começa-se a estabelecer as bifurcações por meio de 

pontos de ruptura (knickpoints) que levam a formação de redes de ravinamentos. 

Os knickpoints podem ser definidos como mudanças discretas no gradiente do 
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canal (WHIPPLE et al. 1999), mas são comumente chamados de knickpoints a 

quebra de declive e de passo vertical (NEELY et al. 2017). 

 O sucesso do estabelecimento das redes de ravinas depende de uma 

série de condições que devem convergir para o desequilíbrio entre o transporte 

e a deposição dos sedimentos. Essas condições variam de acordo a erosividade 

da chuva, propriedade do solo, características das encostas e uso e manejo da 

terra. 

 A influência dos atributos de solo decorre de suas propriedades físicas 

(textura, estrutura, permeabilidade, densidade), químicas, biológicas e 

mineralógicas, as quais influenciam a erodibilidade dos solos nos horizontes 

superficiais e está fortemente conectada às interações das propriedades 

aludidas. 

 O gradiente textural entre os horizontes superiores é uma das 

características pedológicas mais importantes em relação ao comportamento 

erosivo (SALOMÃO, 2014). Texturas arenosas possuem rápida infiltração e 

dificuldade de runoff em função da maior porosidade, entretanto, apresentam, 

também, facilidade de remoção de partículas. 

 Solos siltosos em presença de baixos teores de matéria orgânica 

potencializa a erodibilidade do solo, tornando-se grave problema em solos 

agricultáveis sem medidas de manejo. Em solos argilosos o tipo de argila 

determina a estabilidade, solos com argila montmorilonita são pouco estáveis em 

água, solos com argila caulinítica são mais estáveis, e solos com ilita situa-se 

em posição intermediária entre a montmorilonita e a caulinítica (BERTONI; 

LOMBARDI NETO, 2008) 

 A densidade do solo, dada pela relação entre a massa de sólidos e o 

volume ocupado por este, é inversamente proporcional à porosidade e 

permeabilidade. Altos valores de densidade promovem resistência à penetração 

no solo por diminuir o volume dos macroporos (HOFFMANN; JUNGK, 1995); por 

limitar o desenvolvimento das plantas forrageiras e predispor à desagregação 

das partículas e ao escoamento concentrado (FONSECA, 2017); além de 

interferir na infiltração de água no perfil e reduzir o índice de matéria orgânica do 

solo (SILVA FILHO, 2009). 

 A topografia do terreno atua na intensidade erosiva, principalmente, pela 

declividade e comprimento de rampa. O tamanho e a quantidade do material em 
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suspensão arrastado pela água dependem da velocidade com que ela escorre. 

A velocidade é resultante da distância que deve percorrer e do grau de inclinação 

do terreno. 

 A cobertura vegetal é a defesa natural contra erosão hídrica. Seus efeitos 

abrangem: o aumento da evapotranspiração e infiltração pela melhora na 

estrutura dos agregados e maior desenvolvimento radicular; e redução do 

impacto direto da gota da chuva ao ser interceptada pela folhagem, em que parte 

evapora e outra escoa pelos ramos e troncos até atingir a superfície. 

 Pode-se acrescentar a esses efeitos a formação de materiais coloidais 

pela decomposição de folhas e outros vegetais, os quais exercem ação 

aglutinante das partículas, originando agregados de maiores dimensões e 

elevando a porosidade do solo, ampliando a absorção de água (BERTONI; 

LOMBARDI NETO, 2008). 

 Atendidas em totalidade ou parcialmente as condições descritas, maiores 

as probabilidades de instalação de ravinas permanentes. Caso persistam no 

mesmo local por períodos prolongados, quase sempre evoluem para voçorocas 

e podem formar estágios iniciais de evolução da rede de drenagem (BRYAN, 

1987). 

 Quanto aos voçorocamentos, Selby (1993) traz a definição como uma 

expansão de um canal de drenagem, o qual caracteriza um fluxo efêmero de 

água, possuindo paredes laterais íngremes, cabeceira vertical, largura maior do 

que 30 cm e profundidade maior do que 60 cm. 

 A dinâmica das voçorocas está condicionada ao escoamento superficial 

e à contribuição do fluxo subsuperficial. De acordo com Baccaro (2014), as zonas 

de fraturas e falhas e os contatos litológicos são os locais preferenciais para 

alívio de pressão piezométrica por meio da exfiltração da água, provocando a 

erosão em dutos que levam ao colapso das paredes laterais. 

 Assim, a combinação dos processos de erosão laminar, ravinas e 

voçorocas provocam uma série de impactos na composição da paisagem tanto 

de efeito onsite (no local) como de offsite (fora do local). Os prejuízos ao meio e 

à sociedade, de forma geral, incluem: o rebaixamento da superfície do terreno; 

redução da fertilidade pela perda de matéria orgânica e dos macros e 

micronutrientes do solo; perda da capacidade de retenção água no solo; e 

sedimentação e eutrofização de cursos de água e reservatórios. 
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2.1.1 Erosão de solos na Amazônia 

 Considerando as diferentes situações climáticas, geomorfológicas, 

pedológicas e de uso de ocupação do solo, as erosões desencadeadas em 

ambiente amazônico guardam particularidades que merecem análise mais 

acurada dos processos envolvidos. 

 A Amazônia brasileira sofreu intenso processo de ocupação, em sua 

maioria, a partir de década de 1970, e uma série de eventos ambientais 

negativos como desmatamento e queimada, exploração madeireira e avanços 

da fronteira agrícola resultaram na quebra do equilíbrio solo-vegetação, a vista 

disso, tem sido observado o aumento considerável de processos erosivos, 

marcados, principalmente, pelo surgimento de grandes incisões, como as 

voçorocas (ALBUQUERQUE; VIEIRA, 2014). 

 No contexto de evolução as paisagens e solos da Amazônia, conforme 

relata Vale Junior et al. (2011), há uma combinação de fatores geológicos, 

geomorfológicos, vegetação e clima a partir do mesozoico, responsáveis pela 

diversidade e singularidade da região. Geologicamente, é uma bacia sedimentar 

predominante, representada por formações cristalinas e sedimentares com 

origem do Arqueano até o Holoceno. No relevo há predomínio de superfícies 

aplainadas e depressões, seguidas de planícies fluviais e fluvio-marinhas, além 

de relevos residuais, altos planaltos e planaltos rebaixados. A vegetação é 

bastante diversificada, em que as mudanças climáticas durante o pleistoceno 

promoveram significativas alterações e compuseram as fitofisionomias atuais de 

savanas, cerrados e domínio das florestas. 

 Quanto a escala de análise e a complexidades da pesquisa, é possível 

classificar os trabalhos desenvolvidas na região conforme os níveis de 

abordagens descritos por Baccaro (2014). Em um primeiro nível estariam 

trabalhos alusivos à morfoescultura relacionadas as formas de agradação e 

denudação, como por exemplo: a descrição da morfologia do relevo com uso de 

imagens orbitais na identificação de formas agradacionais e denudacionais do 

Estado de Roraima (CARVALHO, 2014); caracterização das feições 

geomorfológicas e morfoestruturais correlacionadas com as unidades geológicas 

no Planalto Dissecado do Rio Crespo – AM (SANTOS, 2006), e a descrição e 
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datação dos depósitos coluviais pleistocênicos na região de Presidente 

Figueiredo no Estado do Amazonas (SARGES et al. 2009).  

 No segundo nível de abordagem, envolvem estudos mais detalhados e 

verticalizados em áreas amostrais, necessitando de levantamentos mais 

aprofundados, a exemplo do mapeamento e estudos de voçorocas ao longo da 

BR-174, no trecho compreendido de Manaus e o município de Presidente 

Figueiredo como efeito da instalação da estrada (CARVALHO, 2017; VIEIRA; 

LIMA, 1995); e voçorocas em ambientes urbanos na cidade de Manaus (AM) 

associadas as variações fluviométricas do Rio Amazonas que altera os níveis 

freáticos predispondo à instabilidade principalmente das superfícies desmatadas 

(VIEIRA, 2008; TAKAKI, 2002). 

 O terceiro nível de abordagem implica monitoramento e mensuração dos 

processos erosivos em escala temporal pré-estabelecida. São exemplos de 

pesquisa, a identificação dos processos envolvidos na evolução de 

voçorocamento em superfícies tabulares em áreas de pastagens cultivadas em 

Rondônia, utilizando GPS Geodésico (FONSECA, 2017); e o emprego do 

método dos pinos na Província Petrolífera de Urucu (AM) na determinação do 

quantitativo de solos erodidos na condição de solos profundos, permeáveis e 

bem drenados (ARRUDA et al. 2004). 

 Logo, os aspectos abrangendo as diferentes escalas de análise dos 

processos erosionais apontam para alta predisposição à perda de solo 

associadas a atividades antrópicas, em que a cobertura vegetal heterogênica 

quando removida leva ao desequilíbrio sistêmico, expondo o solo aos impactos 

das gotas de chuva, como: desprendimento e arrastamento de partículas de solo. 

 

____________ 

1  A abordagem sistêmica refere-se a um conjunto de elementos e características diversas que guardam relações 

entre si e entre o meio em que se encontram. Segundo Bertalanffy (1953, p.53), “é necessário estudar não 

somente partes e processos isoladamente, mas também resolver os decisivos problemas encontrados na 

organização e na ordem que os unifica, resultante da interação dinâmica das partes, tornando o comportamento 

das partes diferentes quando estudado isoladamente e quando tratado no todo”. O conceito em si da palavra 

sistema, conforme a análise de Limberger (2006), “não é possível identificar uma definição que unifique o que 

seja sistema”, contudo a autora (op. cit.) afirma que “apesar de variar as definições, normalmente encontram-

se presentes as características principais de um sistema, como o caráter global, o aspecto relacional, a 

organização, a hierarquização”. Dentro da Geografia Física existem diversas propostas de modelos 

conceituais, morfológicos e de classificação dos sistemas. Christofoletti (1979, p. 3), afirma que,praticamente, 

a totalidade dos sistemas que interessam ao geógrafo não atua de modo isolado, mas funciona dentro de um 

ambiente e faz parte de um universo maior. Esse conjunto maior, no qual se encontra inserido o sistema  
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2.2 Modelagem aplicada à suscetibilidade à erosão 

O contínuo crescimento do uso da modelagem nas últimas décadas 

reflete, pelo menos em parte, a maior popularização e os avanços nas técnicas 

de computação, os avanços nas próprias técnicas de modelagem, o 

reconhecimento da necessidade do estudo dos sistemas ambientais de modo 

integrado, assim como, o aumento na demanda de estudos de previsão 

(MULLIGAN; WAINWRIGHT, 2013). 

De acordo com Fernandes (2016), com tantas formas possíveis de 

modelos a busca por uma definição rígida é pouco útil, podendo estes serem 

entendidos, de uma forma mais ampla, como estruturas simplificadas da 

realidade que supostamente apresentam (ou preservam) as suas características 

ou relações mais importantes. 

Christofoletti (1999) afirma que ao estudar o ambiente através de um 

modelo, procura-se identificar as inter-relações entre os elementos sociais e 

naturais, em uma perspectiva abstrata que permita captar a dinâmica de fluxo de 

energia e matéria. De acordo com Silva; Soares, (2017) o grande desafio que se 

coloca ao pesquisador nos processos de modelagens é a integração dos 

diferentes tipos de elementos: geologia, geomorfologia, clima, pedologia, 

vegetação e aspectos socioeconômicos. 

A modelagem é, portanto, uma ferramenta que permite extrapolar 

espacialmente os resultados obtidos para novas regiões, visando caracterizar 

cenários futuros, e o melhor modelo tende a ser aquele que alcança o maior 

realismo com a menor complexidade de parâmetros, evitando a inclusão de 

detalhes considerados redundantes ou mesmo a exclusão de detalhes 

essenciais. 

A veracidade ou o realismo de um modelo é dada na etapa de validação, 

quando os valores estimados são comparados com os valores medidos em 

campo. Evidentemente, que os modelos não devem se assumir como completos 

e acabados, mas, sim, sujeitos a adaptações conforme o conhecimento científico 

____________ 

particular que se está estudando, pode ser denominado de universo, o qual compreende o conjunto de todos 

os fenômenos e eventos que, através de suas mudanças e dinamismo, apresentam repercussões no sistema 

focalizado, e de todos os fenômenos e eventos que sofrem alterações e mudanças por causa do 

comportamento do referido sistema particular. 
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evolui, novas técnicas são desenvolvidas e novas hipóteses ratificadas. 

Na ciência geográfica as limitações existentes nas mensurações e 

monitoramentos, tais como, espacialidade, temporalidade, ausência de dados e 

os custos decorrentes, possibilitam que os modelos possam ser usados como 

suplemento nas observações do pesquisador. 

Fernandes (2016) propõe três situações distintas do uso de modelos em 

geografia física: na predição, na retrodição e no teste de hipóteses. Predição é 

voltado para estudos de previsão, os quais simulam um determinado sistema 

visando estimar o valor de uma variável em locais não amostrados; Retrodição 

simula as condições que já não existem mais, em outras palavras, condições 

ambientais pretéritas; e Teste de Hipóteses refere-se ao emprego de modelos 

no teste de hipóteses, conceitos e/ou ideias. 

Diversos estudos comparativos sobre modelagens de áreas suscetíveis a 

processos erosionais podem ser encontrados na literatura, a exemplo da obra 

de Christofoletti (1999) que faz um detalhamento sobre definição e tipologia dos 

principais sistemas e modelos para geomorfologia, hidrologia e climatologia. 

Especificamente no campo da geomorfologia, Christofoletti (op.cit.) apresenta 

duas tipologias de modelos: 1. Baseados nos postulados de Chorley (1967) e 

Wolddenberg (1985); 2. Conforme Haines-Young e Petch (1986). 

A primeira tipologia de modelos geomorfológicos apresenta três 

categorias: 1. Modelos análogos naturais com a finalidade de esclarecer 

determinada categoria de fenômeno; 2. Análogos abstratos que se fundamentam 

na análise da estrutura do sistema envolvido na problemática; 3. Modelos que 

sintetizam sistemas que buscam fornecer um quadro geral da totalidade com o 

objetivo de compreendê-lo como um todo. A segunda tipologia baseia-se nos 

critérios de como são construídos e utilizados no teste sobre hipótese, 

considerando os seguintes aspectos: 1. Se o modelo é determinístico ou 

estocástico, 2. Se é parcial ou plenamente especificado, e 3. Se o modelo é 

hardware ou software quanto às condições dos procedimentos. 

Embora os modelos de análise de erosão possam apresentar distintas 

técnicas de elaboração, a introdução dos Sistemas de Informação Geográfica 

(SIG), como instrumento de apoio à tomada de decisões e de regulação das 

intervenções, tem propiciado o aumento da avaliação da erosão do solo. 
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Por definição os SIGs são sistemas computacionais feitos para armazenar 

e processar informações geográficas. São ferramentas que melhoram a 

eficiência e a efetividade do tratamento da informação de aspectos e eventos 

geográficos (LONGLEY et al. 2013), e possuem a finalidade de gerar e avaliar 

diversas variantes a partir de um conjunto de dados digitais, com possibilidades 

de visualizar, comparar e ponderar entre as alternativas existentes (LANG; 

BLASCHKE, 2009). 

Notadamente para mapeamentos de suscetibilidade à erosão com 

abordagens baseadas em SIG, Arabameri et al. (2020) sugere três classificações 

de modelagens: 1. Modelos Multicritério de Tomada de Decisão; 2. Modelagem 

Estatística, e 3. Modelos de Aprendizado de Máquina. 

As Modelagens Multicritério de Tomada de Decisão envolvem técnicas 

como a Análise de Processos Hierárquicos (AHP) (CALDAS et al. 2019); Decisão 

Multicriterial em que é aplicado uma escala de valores em intervalo pré-

estabelecida, indicando efeito máximo até nenhum efeito na manifestação de 

processos erosivos (FANTINEL; BENEDETTI, 2016); e hierarquização dos 

valores segundo a importância dos fatores em relação à erosão (VALLE et al. 

2016), entre outras. 

Entre os modelos estatísticos incluem a Regressão Logística (RAJA et al. 

2016); Valor de Informação (SARKAR et al. 2013); Probabilidade Condicional 

(RAHMATI et al. 2017); Razão de Frequência (MELIHO et al. 2018); Índice de 

Entropia (JAAFARI et al. 2014); Certainty Factor (SOMA; KUBOTA, 2018); Radio 

Frequence (WANG et al. 2016); e Pesos de evidências (WoE - Weights of 

evidence) (GOYES-PEÑAFIEL; HERNANDEZ-ROJAS, 2021) e etc. 

Técnicas de investigação mais avançadas baseadas em métodos de 

Aprendizado de Máquina envolvem modelos como Lógica Fuzzy e Neuro-Fuzzy 

(YAVARI et al. 2018); Redes Neurais Artificiais (RNAs) (SHAHRI et al. 2019); 

Máquina de Vetor de Suporte (SVM) (LEE et al. 2017); Rede Generativas 

Adversárias (GANs) (AL-NAJJAR, PRADHAN, 2021); Rede Neural 

Convolucional (RNCs) (MEENA et al. 2021), e outras. 

Nos últimos anos algumas abordagens de integração híbrida foram 

gradualmente introduzidas ao mapeamento de suscetibilidade à erosão. A 

integração híbrida envolve o conjunto de combinações de vários modelos 

preditivos em um único modelo. Isso garante que as grandes diferenças 
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resultantes de diversas estruturas do modelo sejam suavizadas 

(ALTHUWAYNEE et al. 2014). 

São exemplos de abordagens híbridas os trabalhos de Arabameri et al. 

(2020b), o qual empregaram a integração híbrida para avaliar o desempenho 

preditivo dos algoritmos de aprendizado de máquina (análise discriminante linear 

de Fisher, árvore do modelo logístico, árvore naïve-Bayes) e seus 

correspondentes conjuntos com um Random SubSpace; Bragagnolo et al. 

(2020) que implementou um Conjunto de Redes Neurais Artificiais (ANNEs - 

Artificial Neural Network Ensembles) com base na agregação de bootstrapping 

no qual diferentes conjuntos de dados de treinamento e validação foram gerados 

aleatoriamente; e Arabameri et al. (2021) ao empregar quatro novos conjuntos 

de modelos incluindo Credal Decision Tree-bagging, Credal Decision Tree-

dagging, Credal Decision Treerotation Forest, e Credal Decision Tree-Alternative 

Decision Tree para mapear a suscetibilidade à erosão de voçorocas no Irã. 

No Brasil, modelagens de áreas sensíveis à perda de solo por eventos 

hídricos são, majoritariamente, abordadas pelos Modelos Multicritério de 

Tomada de Decisão. Os modelos suprarreferidos são baseados no 

conhecimento dos tomadores de decisão para identificar, selecionar e 

condicionar o peso dos fatores (YAMANI; ARABAMERI, 2015), e esses fatores 

combinados desenvolvem os modelos de suscetibilidade. 

O emprego das técnicas de modelos multicritério de tomada de decisão 

no Brasil em escala regional foram utilizados por Jurandyr Ross (1994) com o 

tema sob o contexto da fragilidade ambiental; Xavier-da-Silva; Zaidan (2018) 

com estudos envolvendo tanto mapeamento e análise geomorfológica, análise 

ambiental, zoneamentos e outras análises com o uso de geoprocessamento; 

além de outros pesquisadores (ADAMI et al. 2012; SILVA; MACHADO 2014; 

CORTE  et al. 2015; AGRA; ANDRADE, 2021). 

Em escala nacional, a Embrapa (2020) apresentou o Mapa da 

Suscetibilidade dos Solos à Erosão Hídrica do Brasil adotando a técnica de 

Modelagem Multicritério de Tomada de Decisão. A metodologia consistiu na 

integração temática dos Mapa de Erodibilidade dos Solos do Brasil; Mapa de 

Erosividade das Chuvas do Brasil; e Modelo Digital do Terreno com 30 m de 

resolução espacial. 
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2.2.1 Seleção dos fatores causais 

A análise de suscetibilidade à erosão por meio de modelos requer ainda 

elucidação sobre a natureza do fator causal e da subjetividade na seleção dos 

preditores. Quanto à natureza, refere-se às mudanças temporais dos fatores 

causais classificados como estáticos ou dinâmicos. Em relação a subjetividade, 

encontra-se a determinação do quantitativo de fator utilizado e o tipo de fator 

causal a ser incluído na análise.  

A respeito da natureza, o conjunto de preditores ou fatores causais 

estáticos são aqueles que, geralmente, permanecem sem alterações durante os 

meses do ano e até décadas, apesar da mudança no ciclo das chuvas; e os 

fatores causais dinâmicos são aqueles que respondem aos ciclos de chuva, a 

exemplo da temperatura da superfície da terra, erosividade da chuva e índice de 

umidade do solo (SHOLAGBERU, 2019). 

No tocante a subjetividade na aplicação dos modelos, diversas dimensões 

devem ser observadas, entre elas: 1. Simplificação da realidade por meio de 

aproximações subjetivas, em que a exclusão de determinados elementos podem 

obscurecer detalhes relevantes do fenômeno estudado; 2. Firme base conceitual 

e rígidos critérios de determinação das variáveis de entrada; 3. Parcimônia no 

processo de modelagem, buscando reduzir a complexidade na elaboração; 4. 

Definição clara e consistente dos objetivos e hipóteses levantadas; e 5. 

Capacidade de abstração, importantes na generalização e simplificação do 

modelo construído; 6. Definição dos parâmetros de entrada. 

A escolha dos parâmetros que irão compor as variáveis de entrada 

constitui o critério subjetivo de maior impacto nos estudos de modelagem, pois 

estão envolvidos direta ou indiretamente na manifestação do evento erosivo e 

têm o poder de impactar os resultados do mapeamento. 

Na literatura especializada diversos trabalhos apontam que a quantidade 

de parâmetros previsores em modelagem de eventos erosivos não segue um 

padrão específico. Eles são determinados seguindo diversos outros aspectos 

orientados pela perspectiva do pesquisador e da paisagem selecionada. 

Entretanto, é possível observar que alguns parâmetros são considerados 

comuns em processos de modelagens como o NDVI e a declividade do terreno. 
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Os diferentes critérios aplicados na escolha dos parâmetros de entrada 

podem ser observados na Tabela 2.1. A respectiva tabela apresenta uma relação 

de pesquisas envolvendo modelagem de suscetibilidade à erosão e os fatores 

condicionantes selecionados em distintos domínios morfoclimáticos2, reiterando 

os apontamentos aludidos no parágrafos anterior. 

Tabela 2.1 – Relação de pesquisas envolvendo modelagem de suscetibilidade à 
erosão e os fatores condicionante selecionados 

Autor Modelo* País Variáveis Previsoras Total 

Can et al. 
(2017) 

RNA Turquia Altitude, Declividade, Aspecto, Índice 
Topográfico Composto; Litologia e NDVI. 

06 

Chen et al. 
(2017) 

RLB China Declividade, Aspecto, Curvatura do plano, 
Curvatura do perfil, altitude, NDVI, Uso do 
solo, Distância para falhas, Distância para 
estradas, Distância para rios, Litologia e 
Precipitação. 

12 

Arabameri et 
al (2018) 

RLB Irã Altitude, declividade, Curvatura do plano, 
Índice de Convergência, Índice Topográfico 
Composto Densidade de drenagem, Distância 
ao rio, Distância à estrada, Precipitação, Solo, 
Geomorfologia, Profundidade do solo, 
Porcentagem de cascalho, Condutividade 
elétrica, Uso e cobertura do solo, NDVI e 
litologia. 

17 

Sarkar; 
Mishra 
(2018) 

RLB / 
RNA 

Índia Altitude, Declividade, Aspecto, Profundidade 
do leito rochoso, NDVI, Índice Topográfico 
Composto, Índice de Potência do Fluxo, 
Umidade superficial, Proporção de argila, 
Índice mineral de óxido ferroso, Índice de 
mineral de ferro Distância da falha, Distância 
de rios e Tipo de solo. 

14 

Sholagberu 
et al. (2019) 

RLB Malásia Densidade de drenagem, Densidade de 
lineamento, Comprimento do declive, 
Erodibilidade do solo, Temperatura da 
superfície da terra, Índice de umidade do solo, 
Índice de vegetação e Erosividade da chuva. 

08 

Shahri et al. 
(2019) 

RNA Suécia Declividade, Aspecto, Curvatura, altitude, 
Distância estradas, Distância ferrovias, 
Geologia, Tipo de solo, Profundidade do solo, 
Distância cursos de água, Profundidade dos 
aquíferos, Distância do aquífero, Cobertura 
da terra e NDVI. 

14 

Bragagnolo 
et al. (2020) 

RNA Brasil Altitude, Aspecto, Declividade Índice de 
Umidade Topográfico, Curvatura do perfil, 
Litologia e Uso do solo, 

07 

Peñafiel; 
Hernandez-
Rojas (2021) 

RLB / 
RNA 

Colômbia Unidades Geológicas de Superfície, 
Geomorfologia, Uso e Ocupação do Solo, 
Declividade, Índice de rugosidade do solo, 
Índice Topográfico de Umidade, Curvatura do 
plano, Curvatura do perfil, Curvatura geral, 
Comprimento de fluxo, Acúmulo de fluxo. 

11 

* - Menciona apenas os modelos escolhidos para a atual pesquisa, porém os trabalhos podem fazer uso de 
outros princípios de modelagem além dos citados na tabela. 
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Todavia, independentemente dos critérios empregados na seleção dos 

fatores causais, os modelos significam estruturações simplificadas da realidade, 

eles não correspondem à realidade em si. Eles são “a nossa visão do sistema 

em estudo e a maneira como percebemos e compreendemos essa realidade, o 

que define uma íntima relação entre o estágio de desenvolvimento da teoria e o 

poder de aplicação de um determinado modelo” (FERNANDES, 2016, pg.212). 

 

 

 

2.3 Modelagens preditivas no contexto da inteligência artificial 

 O termo IA ou Inteligência Artificial proposto por John McCarthy na década 

de 1950, começou como a simples teoria da inteligência humana exibida pelas 

máquinas (BINI, 2018). A incorporação de conceitos de IA em sistemas de apoio  

à decisão ocorreu com o aumento da velocidade de processamento e 

capacidade de armazenamento de informações, especialmente, com adoção de 

GPU (GUTIERREZ, 2019). 

 O rápido avanço tecnológico e o aumento exponencial em conjuntos de 

dados extremamente grandes (big data) permitiram a sua aplicação em uma 

escala sem precedentes (HELM et al. 2020), desde carros autônomos (TARDIEU 

et al. 2020), recomendações de exibição de vídeos com influência no histórico 

em serviços de streaming (JOSHI, 2020), recomendações de compra on-line, 

anúncios e detecção de fraudes, de aplicação tecnológica, e descoberta de 

novos materiais (TALAPATRA et al. 2018), síntese de drogas farmacêuticas 

(FLEMING, 2018), robótica (BHANDARI et al. 2020) entre outras áreas do 

conhecimento. 

Assim, a IA refere-se a múltiplas ferramentas e tecnologias que podem ser 

combinadas de diversas maneiras para detectar, conhecer e executar com a

   

___________ 

1. Representam a combinação de um conjunto de elementos da natureza – relevo, clima, vegetação – que se inter-

relacionam e interagem. É, portanto, uma classificação geográfica que engloba aspectos naturais predominantes 

em uma determinada área. Aziz Ab’Saber (1990) introduziu o conceito Domínios Morfoclimáticos tratando-o como 

um conjunto espacial de certa ordem de grandeza territorial – de centenas de milhares a milhões de quilômetros 

quadrados de área – em que haja um esquema de feições de relevo, tipos de solo, formas de vegetação e 

condições climático-hidrológica. 
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capacidade de aprender com a experiência e se adaptar ao longo do tempo 

(AKERKAR, 2019). 

 Tratados como subconjunto da IA, o termo Machine Learning exibe o 

aprendizado experimental associado à inteligência humana através de 

algoritmos (NAYLOR, 2018), e a Deep Learning são versões mais complexas do 

aprendizado de máquina em que o algoritmo é capaz de se refinar 

sucessivamente quando novos dados estão disponíveis (HELM, 2020). Não 

obstante os termos mencionados tratarem de assuntos similares é importante 

conceituá-los e diferenciá-los, observando a relação existente na Figura 2.1. 

 Inteligência artificial é um campo geral que abrange aprendizado de 

máquina e aprendizado profundo, mas também inclui muito mais abordagens 

que não envolvem aprendizado algum (CHOLLET, 2018). É um ramo da ciência 

da computação que simula o comportamento inteligente humano. Ele utiliza 

algoritmos definidos por especialistas sendo capaz de reconhecer um problema 

ou uma tarefa a ser realizada, analisar dados e tomar decisões (LOBO, 2018). 

  

  

Figura 2.1 – Inteligência artificial, Machine Learning (Aprendizagem de Máquina) 
e Deep Learning (Aprendizagem Profunda). 
Fonte: Chollet, (2018). 
 

  

 O termo Machine Learning, em português significa Aprendizagem de 

Máquina, representa um conjunto de métodos que os computadores usam para 

melhorar previsões ou comportamentos com base em dados pré-definidos. 

Raschka; Mirjalili, (2019), o descreve como a ciência de algoritmos que 

entendem dados, traduzindo-os em conhecimento. 

 Machine Learning é, portanto, a ciência (e arte) da programação de 

computadores para que eles possam aprender com os dados (GERON, 2017). 
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Entre as técnicas computacionais que utilizam o machine learning encontram-se 

as Redes Neurais que são modelos desenvolvidos a fim de simular o sistema 

nervoso central de um animal (cérebro) para aprender e fazer o reconhecimento 

de padrões (LOPEZ, 2019). 

 Deep Learning ou Aprendizagem profunda, por sua vez, diz respeito a um 

subcampo específico do aprendizado de máquina. É um novo olhar sobre as 

representações de aprendizagem a partir de dados que enfatiza o aprendizado 

de camadas sucessivas de representações cada vez mais significativas, 

geralmente, envolvendo dezenas ou centenas de camadas (CHOLLET, 2018).  

 No aprendizado profundo, essas representações em camadas são 

aprendidas através de modelos chamados redes neurais, estruturadas em 

camadas aglomeradas (PANDEY, 2018). As redes neurais profundas, 

normalmente, têm dezenas de milhares de parâmetros, às vezes, até milhões.  

 

 

 2.3.1 Rede Neurais Artificiais (RNA) 

 As Redes Neurais Artificiais são aplicativos de Inteligência Artificial 

(VAEZI et al. 2020), que contém um conjunto inter-relacionado de neurônios 

artificiais e processa informações usando formulário conexionista para 

computação (AL-SHAWWA; ABU-NASER, 2019). São naturalmente mais 

versáteis, poderosas e escaláveis, tornando-as ideais para lidar com tarefas de 

alta complexidade de Machine Learning (GERON, 2017). 

 A RNA simula o funcionamento de um neurônio usando equações 

matemáticas e compõe uma rede de neurônios artificiais, na qual informações 

lógicas ou valores numéricos possam ser processados para gerar uma saída ou 

uma resposta. 

 As Redes Neurais diferem-se pela sua arquitetura ou pela disposição dos 

neurônios e pelas conexões sinápticas existentes entre os neurônios de uma 

rede. Existem arquiteturas mais simples e mais usuais como as Redes Neurais 

Artificiais, definição genérica de uma gama de possibilidades de topologias; e 

Rede Neurais Profundas baseadas na aprendizagem de representações de 

dados, estruturadas em camadas empilhadas, tornando-as ideais para realizar 
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tarefas de alta complexidade como classificar imagens, ativar serviços de 

reconhecimento de fala, recomendar vídeos, entre outras especificidades. 

 Há basicamente 3 (três) tipos de camadas em um rede neural (Figura 2.2): 

camada de entrada, camada oculta e camada de saída. Cada camada é 

composta por vários nós ou neurônios, cujos nós em uma camada são 

conectados a outros nós em outras camadas. Essas interações entre neurônios 

levam pesos e vieses (bias) para ajustamento do modelo (BELLMANN et al. 

2019). 

 

 

Figura 2.2 – Diagrama do Perceptron Multicamadas (PMC) ou Multi Layer 
Perceptron (MLP) 
Fonte: Moreira, 2018. 

 

 As camadas são grupos de neurônios que desempenham funções 

semelhantes. A camada de entrada é a camada de neurônios que recebem as 

informações ou os dados do programa do usuário. A camada de neurônios que 

envia dados para o programa do usuário é a camada de saída. Entre a camada 

de entrada e a camada de saída, existem camadas ocultas. Os neurônios da 

camada oculta são conectados apenas a outros neurônios e não interagem 

diretamente com o programa do usuário. 

 Todo neurônio em uma rede neural tem a oportunidade de afetar o 

processamento. O processamento pode ocorrer em qualquer camada da rede 

neural (METWALLY et al. 2019). Como regra geral, uma RNA é um sistema 

adaptativo que ajusta sua estrutura com base em informações externas ou 

internas que são executadas na rede durante o processo de aprendizado.  
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 O Neurônio Artificial é a unidade fundamental de processamento de uma 

RNA, o qual recebe uma ou mais entradas, transformando-as em saídas, 

conforme ilustra a Figura 2.3. 

 Este modelo inclui as variáveis de entrada ou inputs que correspondem 

aos dados fornecidos aos neurônios e são rotulados como x com os 

subscritos 1, 2, 3, …, m. Com os recursos m na entrada x, necessita-se 

de m pesos para executar um produto escalar, o qual corresponde ao processo 

sináptico e é representado pelos pesos (ω) que amplificam cada um dos sinais 

recebidos.  

 

 

Figura 2.3 – Modelo não-linear de um neurônio.  
Fonte: Adaptado Bocanegra, 2002 

   

 O produto escalar é obtido pela soma de cada multiplicação de cada um 

dos ω recursos por um peso (ω1, ω2, …, ωm). Conforme a equação 1: 

 

𝑊 .  𝑋 = 𝜔1  𝑥1   +   𝜔2  𝑥2   +  … 𝜔𝑚  𝑥𝑚       (1) 

 
 Ao produto escalar é adicionado o bias (θ), também chamado de viés ou 

limiar que tem a mesma função do intercepto para os modelos de regressão. Sua 

ausência em uma dada camada impossibilita a produção de saída diferente de 

0 (zero) quando os atributos forem 0.  

 Em termos matemáticos, um neurônio x pode ser descrito pela seguinte 

equação: 

𝜇𝑘  =   ∑  𝜔𝑘  −  𝑖𝑥𝑖 –  𝜃𝑚
𝑖=1          (2) 
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 Já a sua saída é definida através da função de ativação conforme a 

equação 3: 

𝑌𝑘  =   𝜑  (𝜇𝑘   +    𝜃𝑘)         (3) 
  

 Em que: x são as variáveis de entrada; ω são os pesos sinápticos; θ é o 

limiar ou bias; 𝜇𝑘 é a saída do combinador linear devida aos sinais de entrada; 

θk é a polarização ou bias; φ é a função de ativação e yk é o sinal de saída do 

neurônio. 

 A chamada função de ativação (φ) modela a forma como o neurônio 

responde ao nível de excitação, delimitando e definindo a saída da rede neural. 

A função de ativação pode ter diferentes representações. A escolha do tipo varia 

de acordo com o objetivo do projeto e funciona como um limitante à amplitude 

da saída do neurônio. 

 Os tipos básicos de função de ativação são: função limiar, linear, 

sigmoide, função tangente hiperbólica (Figura 2.4).  

 

Figura 2.4 – Representação gráfica de diferentes funções de ativação: (a) função 
limiar; (b) função linear; (c) função sigmoide; (d) função tangente hiperbólica 
Fonte: Fiorin et al. (2011). 

  

 Matematicamente, essas funções são expressas da seguinte forma: 

● Função limiar 

𝜑 (𝜇𝑗) =   {−𝑦 + 𝑦    𝑠𝑒  𝑣𝑗   <    0;  𝑠𝑒  𝑣𝑗    ≥    0 }    (4) 

 
● Função linear 
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𝜑 (𝜇𝑗) =   𝛼 .  𝜇𝑗            (5) 

 
● Função sigmoide  

𝜑 (𝜇𝑗)  =   
1

1 + 𝑒𝑥𝑝 (−𝛼 .  𝑣𝑗) 
         (6) 

 
● Tangente hiperbólica 

𝜑 (𝜇𝑗) =   𝑡𝑔ℎ
𝜇𝑗

2
  =   

1− 𝑒𝑥𝑝 (− 𝑣𝑗) 

1 + 𝑒𝑥𝑝 (− 𝑣𝑗) 
        (7) 

 

 A aprendizagem da RNA pode ser supervisionada ou não-supervisionada. 

O treinamento supervisionado é realizado, fornecendo a neural um conjunto de 

dados de amostra juntamente com o previsto nas saídas de cada uma dessas 

amostras (LAZZARIN, 2019). O treinamento supervisionado é a forma mais 

comum de treinamento em redes neurais (MASOLO, 2017).  

 O treinamento não-supervisionado é semelhante ao treinamento 

supervisionado, exceto que não há fornecimento de resultados previstos. O 

treinamento não-supervisionado, geralmente, ocorre quando a rede neural 

pretende classificar as entradas em vários grupos (AL-SHAWWA; ABU-NASER, 

2019). À medida que o treinamento avança, a classificação grupos são 

‘descobertos’ pela rede neural (ALGHOUT et al. 2018).  

  O aprendizado, portanto, consiste em adaptar os valores dos pesos os 

quais controlam a intensidade do sinal de entrada a cada neurônio a fim de 

produzir uma resposta desejada. Isso faz das redes neurais um sistema que 

modifica o comportamento e possui capacidades adaptativas.  

  

 

2.3.1.1 Redes Neurais Artificiais e o estudo de processos erosivos 

 Modelos de suscetibilidade à perda de solo por processos erosivos 

baseados em redes neurais, ou qualquer outra técnica de abordagens estatística 

e probabilística, dependem, principalmente, de modelos matemáticos e 

expressões numéricas das relações entre fatores condicionantes.  

 Modelar sistemas complexos não-lineares como são os fatores 

desencadeantes de processos erosivos requer integração de técnicas 

estatísticas e métodos de mineração orientados a dados. Shahri et al. (2019) 
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endossa que as integrações não apenas fornecem ferramentas poderosas para 

cobrir processos complicados, mas, também, fornecem modelos mais flexíveis. 

 Na tentativa de produzir modelos mais confiáveis, as técnicas de machine 

learning como as redes neurais têm sido adotadas com sucesso. Shahri et al. 

(op.cit.) ao mapear o risco de susceptibilidade a deslizamentos de terra no 

sudoeste da Suécia obteve curva de previsão de 80,1%, indicando que o modelo 

é preciso e que a técnica facilmente atenderia a demanda por segurança 

aceitável contra deslizamentos de terra. 

 Can et al. (2017) com objetivo de investigar o desempenho de diferentes 

algoritmos de treinamento, usados para teste de rede neural artificial na 

produção de mapas de suscetibilidade a deslizamentos de terra na Turquia, 

concluiu que os resultados da comparação do desempenho do algoritmo de 

Levenberg-Marquardt apresenta funcionamento mais rápido em relação a 

duração do treinamento, mas, na generalidade, todos apresentaram curva de 

precisão bastante próximas para mapear áreas sensíveis a perda de solo. 

 Chen et al. (2016) utilizando as redes neurais artificiais (RNA) para 

mapeamento de suscetibilidade a deslizamentos de terra província de Shaanxi 

na China concluíram que o modelo de RNA tem a maior precisão de treinamento 

(73,19%) e desempenho superior aos demais modelos analisados como a 

Regressão Logística e Dempster-Shafer. 

 De forma semelhante, Wang et al. (2016) ao comparar métodos de 

mapeamento de suscetibilidade na cidade de Mizunami - Japão apontou que o 

desempenho dos mapas de suscetibilidade a deslizamentos de terra depende 

não apenas do modelo matemático utilizado, mas, também, do conjunto de 

dados de treinamento e teste selecionado. 

 Soma-se aos mapeamentos de suscetibilidade outras análises 

envolvendo perda de solo por erosão, como: previsão da distribuição 

granulométrica de sedimentos erodidos (LAGOS-AVID; BONILLA, 2017); 

estimação de parâmetros cruciais do solo em termos de erosão (ALEXAKIS, et 

al. 2019); estimativa espacial da erosão do solo (GHOLAMI et al. 2018); e 

simulação volumes de deslizamento de terra (SHIRZADI et al. 2017). 
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2.3.2 Regressão Logística Binária (RLB) 

A regressão logística é entendida como uma técnica estatística que 

objetiva produzir um modelo de predição de valores.  A RLB é um sistema não-

linear bem reconhecido e amplamente aplicado para predizer a probabilidade de 

presença ou ausência de um resultado da variável dependente para um conjunto 

de variáveis preditoras que podem ser contínuas e discretas ou uma mistura 

dessas qualidades (SARKAR; MISHRA, 2018). 

Um modelo de regressão pode ser definido como uma equação matemática 

que expressa o relacionamento de variáveis. Trata-se do quanto é provável que 

uma observação pertença a cada grupo, estimando a probabilidade de uma 

observação pertencer a um determinado grupo (MALHOTRA, 2019). 

A regressão logística binária consiste em um tipo de regressão aplicável e 

preferida quando se tem uma variável dependente categórica dicotômica, ou 

seja, uma variável nominal ou não-métrica que possui apenas dois grupos ou 

classificações (NARDI, et al 2019). Em geral, permitem selecionar os atributos 

relevantes de forma natural e distinguem-se de outras técnicas de regressão pelo 

fato de a variável resposta poder ser categórica. 

 Estimar o modelo consiste em estimar o parâmetro de modo que os 

valores presumido de β sejam próximos a 0 quando Y = 0, e próximos de 1 

quando Y = 1, em que a variável resposta Y é dicotômica e tem distribuição 

Bernoulli, assumindo dois valores: 1 para o acontecimento de interesse, 

probabilidade do sucesso dado por P(Yi = 1) = πi, e 0 para o acontecimento 

complementar, probabilidade de fracasso P(Yi = 0) = 1 - πi.  

A RLB possui em seus nós terminais de vetores de variáveis (𝑥𝑖) e de 

coeficientes (𝛽i) em todas as classes (RUIZ et al. 2018), e modela as 

probabilidades posteriores das classes K através de funções lineares do 

preditores x, a partir da Equação 8 (MCBRATNEY et al. 2003): 

 

𝑃𝑟(𝐺 =𝑐 | 𝑥 =𝑞 ) =  
( 𝛽𝑐0  +   𝛽𝑞 

𝑇  )

1 +  ∑ 𝑒𝑥𝑝𝑘−1 
𝑙=1 ( 𝛽𝑙0  +  𝛽𝑙𝑞

𝑇   )   
      (8) 

Em que: Pr é a probabilidade da variável dependente, sendo 1 (sucesso); 

xi são as variáveis independentes e βi são as estimativas de coeficientes da 
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regressão logística. O relacionamento entre a variável dependente e variáveis 

independentes segue uma curva logística. 

O fato da variável dependente se relacionar de modo não-linear com as 

variáveis independentes, do mesmo modo como é não-linear em relação aos 

coeficientes, exige-se que os coeficientes sejam estimados pelo método de 

máxima verossimilhança, e a variável dependente é convertida em uma variável 

de base logarítmica.  

Considerando certa combinação de coeficientes β0, β1, ..., βn e variando os 

valores de x, observa-se que a curva logística tem um comportamento 

probabilístico no formato da letra S (Figura 2.5), característico da regressão 

logística (HOSMER; LEMESHOW, 1989). 

A significância do modelo final obtido pela RLB é verificada através do 

desvio entre o modelo ajustado e o modelo saturado, em que todos os 

parâmetros se ajustam perfeitamente a todas as observações, tendo tantos 

parâmetros quanto dados observados (RAPOSO, 2014). 

 

 

Figura 2.5 – Curva de Regressão Logística 
Fonte: Camargos et al. 2012 

 

Entretanto, quando se trabalha com mais de uma variável regressora, é 

necessário verificar se essas variáveis explicativas são correlacionadas. Se não 

houver nenhum relacionamento entre elas, diz-se que são ortogonais (NARDI, 

2019). Porém, se as variáveis forem muito correlacionadas as inferências 

baseadas no modelo de regressão podem ser errôneas ou pouco confiáveis. Por 

isso, é imperativo verificar a colinearidade entre as variáveis independentes.  

Diagnósticos de colinearidade são feitos através da verificação da 

Tolerância e VIF (Variance Inflaction Factor). Não observando alta colinearidade 

entre as variáveis, prossegue-se com a regressão logística. 



44 

 

2.3.2.1 Análises erosivas com Regressão Logística Binária 

A regressão logística é uma das técnicas multivariadas (estatísticas) 

comumente usadas para modelagem de suscetibilidade que analisa as 

interações entre os fatores causais de erosão (SHOLAGBERU, 2019). O 

mapeamento da suscetibilidade à erosão por meio de técnicas de regressão 

logística podem ser encontrados em diversos países e com número distintos de 

parâmetros causais. 

O autor supramencionado ao analisar os fatores causais em estudo de 

suscetibilidade à erosão de solo no estado de Pahang na Malásia obteve 

precisão preditiva do modelo na ordem de 81,9%, indicando que o mapa em 

média foi preciso e aceitável e que poderia ser usado por planejadores e 

tomadores de decisão para o desenvolvimento sustentável. Embora, 

Sholagberu, (op.cit.) tenha sugerido que investigações adicionais sejam 

implementadas, porque a precisão do mapeamento pode ser afetada pela 

qualidade e número de variáveis. 

Os modelos RLB também foram aplicados na identificação de áreas de 

risco de erosão de ravinas. Arabameri et al. (2018) verificou a perda de solo no 

nordeste da província de Semnan no Irã e obteve índice de 80,2%, indicando 

que os resultados contribuíram para o desenvolvimento sustentável nessa área 

e para minimizar os impactos econômicos e ambientais das perdas de solo. De 

forma semelhante, Arabameri et al. (2019) na província de Yazd, também no Irã, 

obteve índice de 83,4% com a regressão logística. 

Chen et al. (2017) ao realizar o mapeamento de suscetibilidade a 

deslizamentos de terra na província de Shaanxi na China, com o uso da 

regressão logística, árvore de decisão e floresta randômica, obtive acurácia 

superior a 77%, indicando que os três modelos são ferramentas úteis para 

previsão espacial da suscetibilidade a deslizamentos de terra. 

Raja et al. (2017) fez uso da regressão logística para explorar a 

distribuição de probabilidade futuras de deslizamentos de terra na região na 

Turquia, atingindo precisão próximo a 80%, e assevera que a regressão logística 

poderia ser um meio significativo pelo qual o deslizamento de terra na região do 

Mar Negro pode ser avaliada. 
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Conoscenti et al. (2013) empregou RLB com precisão aproximada de 80% 

para explorar o comportamento da suscetibilidade na região centro-norte da 

Sicília – Itália. Os atributos descrevem a variabilidade da litologia, uso da terra, 

topografia e posição da estrada e, puderam determinar a distribuição espacial 

das voçorocas e preparar um mapa confiável de suscetibilidade à erosão das 

ravinas. 

Além das análises supramencionadas, diversas outras informações 

podem ser adquiridas envolvendo a temática erosão de solo e modelos de 

regressão logística, a exemplo de Zhou et al. (2019) e Du et al. (2017) na China; 

Hemasinghe et al. (2018) no Sri Lanka; Rasyid et al. (2016) na Indonésia e; 

Pourghasemi et al. (2013) no Irã. 
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CAPÍTULO III 

 

METODOLOGIA 

 
“[...] tecnologia, o avanço tecnológico, alarga consideravelmente o campo 

do cognoscível, isto é, o campo do que pode ser visto, percebido, observado e concebido”.  

Edgar Morin 

 

 A presente pesquisa possui natureza aplicada, com abordagem 

quantitativa, de objetivo explicativo e procedimento experimental.  Para melhor 

compreensão da pesquisa o capítulo foi estruturado em três grandes 

abordagens, assim definidas: 

1. Localização e caracterização da área experimental com o intento de 

discorrer sobre as características gerais e introduzir uma noção da 

paisagem selecionada; 

2. Procedimentos metodológicos com vistas à exposição das etapas 

adotadas na análise, ordenados em levantamento de campo, 

seleção dos preditores e construção dos modelos preditivos; 

3. Apresentação e análise dos preditores dedicados ao entendimento 

das relações entre as variáveis designadas e os condicionamentos 

de perda de solo por erosão hídrica. 

 

3.1 Localização e caracterização da área experimental 

 A área experimental consiste na sub-bacia hidrográfica do rio Sete Voltas 

localizada no município de Colorado do Oeste (13°04’45,329” S / 60°30’42,942” 

W) ao sul do Estado de Rondônia. Distante aproximadamente 700 km da capital 

Porto Velho, com área de 330,49 km2 contida na microrregião homônima e a 

mesorregião do Leste Rondoniense (Figura 3.1). 

 A escolha da sub-bacia como unidade experimental da pesquisa deve-se 

ao agrupamento de características potenciais de perda de solo em função do 

caráter representativo dos mecanismos erosivos expressos pelas condições 

físicas e socioeconômicas do local. Desse modo, os resultados e experiências 
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gerados poderão ser implementados com sucesso nas demais sub-bacias da 

região. 

 

 

Figura 3.1 – Mapa de localização da área experimental 
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Em conformidade com a taxonomia de relevo proposta por Ross (1992) a 

sub-bacia apresenta duas unidades morfoesculturais: Planalto e Chapada dos 

Parecis abrangendo a maior parte do território e a Depressão do Rio Guaporé, 

ocupando um pequeno trecho a sudoeste da sede administrativa.  

O Planalto e Chapada dos Parecis se estende desde o leste de Mato 

Grosso ao Sudeste de Rondônia e correspondem a terrenos sedimentares 

(arenito) datados do Cretáceo. As formas predominantes do relevo são topo 

planos a ligeiramente convexizados o que caracteriza a suavidade da topografia 

(ROSS, 1990b), além da presença de relevo conservados mapeados como 

superfícies pediplanadas e superfícies tabulares erosivas (RADAMBRASIL, 

1979). 

A Depressão do Guaporé (classificação utilizada pelo RADAMBRASIL) 

acompanha todo o vale do rio homônimo e concentra grande parte da drenagem 

com significativas faixas de planícies fluviais. Constitui-se de material 

inconsolidado de idade quaternária com litologias aflorantes e relevos residuais. 

A topografia revela-se plana e monótona com superfícies pediplanadas que 

caem suavemente em direção à calha do rio Guaporé (RADAMBRASIL, 1979). 

Segundo Ross (1990b), as depressões no território brasileiro são 

marcadas por processos erosivos circun-denudacionais, esculpidos pela 

alternância de ciclos secos e ciclos úmidos ao longo do Terciário Superior e do 

Quaternário Inferior. 

 Quanto ao modelado de formas geradas sob ação dos fatores exógenos, 

as unidades morfológicas ou padrões de formas semelhantes correspondem às 

áreas de Planícies Aluviais, Unidades Denudacionais e Unidades 

Estruturais/Denudacionais. 

 As Planícies Aluviais são geneticamente originadas por processos 

agradacionais, realizados em ambientes fluviais na sua maioria e, 

eventualmente, por processos lacustres ou associados a áreas com escoamento 

impedido (PLANAFLORO, 1998). As Unidades Denudacionais refere-se a locais 

onde o material erodido é completamente removido da área, tanto superficiais 

como subsuperficiais em função dos processos de intemperismo físico e químico 

da rocha sã, sendo responsável pelo arrasamento das formas de relevo da 

superfície terrestre e a água o seu principal agente (BARRETO, 2012). 
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 O substrato geológico data diferentes cenários de formação desde as 

Eras Mesoproterozoica/Neoproterozoica com a sequência Metavulcano-

Sedimentar Nova Brasilândia e pequenos pontos isolados formados pela Suíte 

Intrusiva Alto Candeias; além do Mesozoico com a Formação Parecis no extremo 

norte da sub-bacia; e Cenozoico com as Formações Superficiais (CPRM, 1999).   

 Os substratos de maiores ocorrências são: a Sequência Metavulcano-

Sedimentar Nova Brasilândia que compõe a maior porção da sub-bacia e é 

constituída por uma variedade de litótipos de natureza bastante diversificada, 

além de apresentar contatos tectônicos, através de zonas de cisalhamento 

transcorrentes; e as Formações Superficiais que são coberturas sedimentares 

indiferenciadas, associadas a ambientes de leques aluviais, canais fluviais, 

planícies de inundação e lagos, constituídas por sedimentos cuja granulometria 

varia de cascalho a argila, com lateritização significativa (CPRM, 1999). 

 A média anual de precipitação para o município de Colorado do Oeste é 

de 1.900 mm ano-1 (FONSECA, 2017). O acumulado no período entre 1983-2020 

e a precipitação máxima no mesmo período estão apresentados na Figura 3.2. 

 

Figura 3.2 – Distribuição do volume precipitado em Colorado do Oeste  
Fonte: ANA (2021) 

 

O clima predominante é Tropical Chuvoso (Aw), com média climatológica 

da temperatura do ar durante o mês mais frio superior a 18 °C (megatérmico) 

(SEDAM, 2010). A temperatura média anual do ar apresenta-se elevada e 

uniforme ao longo do ano, com variação média de 24 a 26 °C (VIEIRA et al. 

2014). O período da seca caracteriza-se por três meses com pluviosidade inferior 
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a 50 mm (junho, julho e agosto), baixa amplitude térmica anual e notável 

amplitude térmica diária (FONSECA, 2017). 

 As redes de drenagens são afluentes do Rio Guaporé e possuem 

nascentes no rebordo da Chapada dos Parecis (RADAMBRASIL, 1979). 

Segundo Fonseca; Silva Filho (2017), as sub-bacias na região apresentam-se 

dendrítica em um sistema exorréico, com baixa probabilidade de sofrer 

enchentes, tendências retilíneas dos rios principais e são compostas, em sua 

maioria, por canais de 1ª ordem que fluem diretamente para o rio principal.  

 A cobertura vegetal é composta sobretudo por áreas de florestas e 

fragmentos florestais arbóreos naturais ou regenerados após intervenção 

antrópica, em que são observadas classes de Floresta Ombrófila Semidecidual, 

vegetação de Cerrado e áreas com transição entre Cerrado e Floresta 

Semidecidual (FONSECA et al. 2018). 

 Entre as atividades econômicas destaca-se a agropecuária. A agricultura 

é tecnificada com produção de culturas anuais como a soja e o milho. As áreas 

agricultáveis estão concentradas na região sudoeste do município em função 

das características do relevo e do tipo de solo. A pecuária, por seu turno, é 

destinada para produção de leite e corte com predomínio de pequenas 

propriedades rurais (até 04 módulos fiscais), em sistemas extensivos de 

produção e baixos índices zootécnicos do rebanho. 

 

3.2 Procedimentos metodológicos 

 Com vistas à compreensão e à construção da modelagem para abordar a 

suscetibilidade à erosão do solo em relação aos fatores causais, optou-se por 

fazer uso da Regressão Logística Binária e das Redes Neurais Artificiais, em 

função das interações complexas entre preditores e os resultados no sistema 

geoambiental e das relações não-lineares existentes entre as variáveis. 

 Foram selecionados preditores pertinentes à realidade amazônica e que 

englobasse aspectos de geologia, geomorfologia, pedologia e climatologia 

(Figura 3.3). A abordagem consistiu em várias etapas principais de 

desenvolvimento da modelagem espacial, as quais podem ser resumidas em: (1) 

a preparação dos mapas de inventário de erosões, (2) seleção dos conjuntos de 
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dados, (3) a criação dos modelos RLB e RNA, (4) a produção e avaliação dos 

mapas finais de suscetibilidade. 

Figura 3.3 – Fluxograma da metodologia empregada no estudo 

  

1º - Mapas de inventário de erosões 

 

 

 

 

2º - Seleção do conjuntos de dados 

 

 

 

 

 

 

 

 

 

3º - Modelos RLB e RNA 

 

 

 

 

 

 

4° - Produção dos mapas síntese  
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 A área de estudo engloba a cidade de Colorado do Oeste, porém não 

foram amostradas áreas com presença de erosão que se encontrasse no 

perímetro urbano, uma vez que a dinâmica erosiva em áreas urbanizadas 

obedece a condicionantes diferentes daqueles que se encontram em áreas 

rurais. Para tanto, apesar da área urbana constar nos mapas sínteses obtidos, 

sua espacialidade e número de pixels foram removidos dos cálculos percentuais 

do trabalho. 

 

3.2.1 Atividades de campo 

As laborações em campo consistiram na identificação de áreas de 

referência ou unidades amostrais destinadas a fornecer informações reais de 

presença erosiva ou não. Esse conjunto de dados formalizaram a variável 

resposta (Y), necessária na implementação dos modelos preditivos. 

O levantamento foi realizado com auxílio de VANT – PHANTOM 4 (DJI), 

em malhas amostrais regulares de 2 km x 2 km, objetivando a uniformidade na 

seleção dos dados e a maior cobertura possível da área, em julho de 2020. Os 

voos atenderam as normativas da RBAC-e 94 quanto à operação segura de 

aeronaves não-tripuladas. As imagens foram capturadas em diferentes alturas 

conforme a necessidade de maior ou menor detalhamento da área.  

A baixa autonomia da aeronave (28 min) demandou a complementação 

dos dados com informações oriundas do PLANAFLORO/RO e de imagens 

orbitais do satélite Sentinel 2B com resolução espacial de 10 metros na data de 

17 de julho de 2020. 

Os locais visitados foram submetidos à análise de distribuição binomial. Os 

critérios de seleção dos pontos amostrais foram visuais e selecionados com base 

nos indicadores descritos por Guerra et al. (2014) e Guerra; Jorge (2014) para 

áreas com ocorrência de processos erosivos no Brasil, atendendo aos seguintes 

indicativos de área com erosão do solo: 

● A existência de manchas de solo exposto muito frequentes; 

● Aparecimento de raízes em superfície; 

● Remoção dos horizontes superficiais orgânicos; 

● Trechos de erosões laminar; 
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● Presença de terracetes; 

● Formação de ravinas e voçorocas. 

A escala binomial de Bernoulli foi aplicada por entender que a probabilidade 

de sucesso (suscetibilidade à erosão) é independente da quantidade de ensaios 

realizados. Os locais que apresentaram ampla ou totalmente um ou todos esses 

indicadores foram considerados como suscetíveis à erosão (codificado como 1 

ou sucesso); caso contrário, a suscetibilidade à erosão foi considerada mínima 

ou desprezível (codificado como 0 ou fracasso). 

O mapa de inventário de erosão foi estruturado somente com a localização 

da ocorrência do evento de perda de solo. As informações como dimensões e 

classificações (laminar, ravinas ou voçorocas) foram desconsideradas na 

presente análise. Assim, foram selecionados 50 (cinquenta) pontos com 

presença de erosão e, para completar a análise dicotômica, 50 (cinquenta) 

pontos com ausência de erosão criados aleatoriamente no ArcMap.   

 

 

3.2.2 Seleção de Preditores 

Dado o objetivo de construção de um modelo confiável para abordar a 

suscetibilidade à erosão do solo em relação aos fatores causais, a seleção 

racional de preditores procurou garantir a máxima precisão na previsão, a 

minimização da complexidade e a ausência de redundância. Assim, buscou-se 

compor um conjunto de preditores comprometidos com a realidade e com as 

soluções dos problemas apresentados, evitando abstrações e variáveis 

genéricas.  

Os parâmetros de condicionamento foram considerados sob três aspectos 

principais: 1. Parâmetros topográficos derivados de MDE (Altitude, Declive, 

Aspecto, Curvatura da Vertente, Índice Topográfico Composto e Índice de 

Potência de Fluxo); 2. Parâmetros geológicos (Litologia, Densidade de 

Drenagem e Densidade de Lineamento); 3. Parâmetros ambientais (NDVI, TST, 

Uso e Ocupação, Erosividade e Tipo de Solo). 

O conjunto de preditores listados na Tabela 3.1 são resultantes de 

processamento de imagens orbitais ou de mapas temáticos de órgãos oficiais 
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preparados em ambiente SIG, em que cada camada matricial ou vetorial são 

representações espaciais de um fator causador da erosão do solo.  

Ressalta-se que nenhum método matemático de seleção de parâmetro foi 

aplicado neste estudo. Os condicionantes foram selecionados com base na 

relação entre os dados de entrada e a ocorrência de processos erosivos na área 

experimental. Em outras palavras, a seleção dos parâmetros considerados mais 

eficazes ocorreu em conformidade com as observações de campo, a experiência 

do pesquisador, os aspectos presentes na literatura especializada, na escala de 

análise, na disponibilidade de dados e na consideração do propósito pretendido 

na pesquisa. 

Os preditores foram, então, elaborados empregando as seguintes bases 

de dados e softwares: 

1. Instituto Brasileiro de Geografia e Estatística (IBGE) por meio do 

Banco de Dados Geomorfométrico do Brasil – TOPODATA que 

oferece o Modelo Digital de Elevação (MDE) e suas derivações locais 

básicas em cobertura nacional elaborados a partir dos dados SRTM 

disponibilizados pelo USGS; 

2. Secretaria de Estado do Desenvolvimento Ambiental - SEDAM, 

mediante o Zoneamento Socioeconômico-Ecológico do Estado de 

Rondônia – PLANAFLORO, forneceu informações temáticas a 

respeito da pedologia e mapeamentos de ravinas e voçorocas.  

3. Serviço geológico do Brasil – CPRM, por intermédio Carta Geológica 

Folha Pimenteiras – SD 20-X-D, com informações sobre afloramento, 

estruturas, litologias, entre outros. 

4.  Satélite LANDSAT 8 forneceu os dados da cena 230/69 de 22 de maio 

de 2020. As bandas utilizadas foram 4 (quatro), 5 (cinco), 10 (dez) e 

11 (onze). 
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Tabela 3.1 – Diferentes camadas de dados utilizadas no estudo 

Camadas de 
dados (notação 

e unidades) 

Método e/ou equação  
 

Razão a ser considerada. 
Fonte de consulta 

Tipo de 
variável 

Fonte 

Altitude (ALT) – 
metros 

MDE 
Influenciam o escoamento da água em diferentes 
trajetórias sobre o terreno e atuam na estruturação da 
paisagem. (Souza et al. 2003). 

Numérica 
TOPODATA 

(IBGE) 

Declividade 
(SLP) – graus 

decimais 

𝐷 =     ( √  
𝑑𝑧

𝑑𝑦

2

   +     
𝑑𝑧

𝑑𝑥

2

) 

𝑑𝑧

𝑑𝑦
  = taxa de mudança na 

direção x 
𝑑𝑧

𝑑𝑥
 = taxa de mudança na 

direção y 

Com o aumento do gradiente de inclinação, as forças 
de cisalhamento aplicadas pela velocidade do fluxo do 
escoamento aumentam, e esses fatores tendem a 
aumentar a erosão, pelo aumento do desprendimento 
de partículas de solo. (Guerra et al. 2014). 

Numérica 
TOPODATA 

(IBGE) 

Aspecto (ASP) 

𝐴𝑆 = 57,29578  ∗   ( 
𝑑𝑧

𝑑𝑦
  −   

𝑑𝑧  

𝑑𝑥
)  

NE➔ ‘1’; E➔ ‘2’; SE➔ ‘3’; S➔ ‘4’; 

SW➔ ‘5’, W➔ ‘6’; NW➔ ‘7’; N➔ ‘8’ 

O aspecto (direção de uma encosta) afeta as 
características do solo e da vegetação e, assim, pode 
modular ou ampliar a erosão. Em terrenos 
montanhosos de meia latitude, a topografia influencia 
fortemente a quantidade de radiação solar que 
recebem. (Perreault et al. 2016). 

Numérica 
TOPODATA 

(IBGE) 

Curvatura da 
vertente (CV) 

Côncava ➔ ‘1’; Convexa 

➔ ‘2’; Retilínea ➔ ‘3’ 

O plano de curvatura se refere ao caráter divergente 
ou convergente dos fluxos de matéria e energia nas 
vertentes em projeção horizontal. As áreas 
convergentes representam os vales e as divergentes 
os interflúvios (Guadagnin; Trentim, 2014). 

Numérica 
TOPODATA 

(IBGE) 

Índice 
Topográfico 

Composto (ITC) - 
fração decimal 

𝐼𝑇𝐶 =𝑙𝑜𝑔 𝑙𝑜𝑔  
𝐴𝑆

𝑡𝑎𝑛 𝑡𝑎𝑛 𝛽 
  

As = área de captação 
específica através de uma 
largura unitária de contorno; 
β = gradiente de inclinação em 
graus 

A morfologia de um solo reflete diretamente as 
condições de umidade e da dinâmica do fluxo da água, 
presente ou pretérita. Sendo assim, índices de 
umidade são de grande importância para 
compreensão dos processos pedogenéticos. O índice 
CTI é utilizado para caracterizar a distribuição espacial 

Numérica 
TOPODATA 

(IBGE) 



56 

 

de zonas de saturação e teor de água no solo. 
(Pinheiro, 2015). 

Índice de 
Potência do 
Fluxo (IPF) – 

fração decimal 

𝐼𝑃𝐹 = 𝑙𝑛 [(𝑅𝐹𝑙𝑢𝑥𝑜 𝑎𝑐𝑢  +   0,001)

∗   
𝑅𝐷𝑒𝑐𝑙𝑖𝑣 

100
+   0,001] 

Rfluxo acu = Raster fluxo 
acumulado; 
RSlope = Raster declividade. 

Descreve o potencial da topografia para concentrar 
grandes quantidades de água superficial, promovendo 
o entalhe, possibilitando a identificação de áreas em 
risco de fluxo erosivo intenso, especialmente, em 
relação a eventos de precipitação de alta magnitude. 
(Capoane, 2015). 

Numérica 
TOPODATA 

(IBGE) 

Densidade de 
Lineamento (DL) 
– fração decimal 

O mapa de densidade de 
lineamento foi desenvolvido 
utilizando o “Line Density” do 
Spatial Analyst Tool (ArcGIS). 

Pode indicar as fragilidades, falhas e fraturas do 
terreno (Carmo et al. 2016).  

Numérica CPRM 

Índice de 
Vegetação por 

diferença 
normalizada 

(NDVI) - fração 
decimal 

 

𝑁𝐷𝑉𝐼 =   
𝜌𝑁𝐼𝑅 −  𝜌𝑅𝐸𝐷

𝜌𝑁𝐼𝑅 +   𝜌𝑅𝐸𝐷
 

 
𝜌𝑁𝐼𝑅 é a banda do 
infravermelho próximo; 
𝜌𝑅𝐸𝐷 é a faixa vermelha da 
imagem 

A cobertura vegetal é a defesa natural de um terreno 
contra a erosão, por meio da proteção direta contra os 
impactos das gotas das chuvas. Além da dispersão da 
água antes de atingir o solo e a decomposição das 
raízes das plantas, que ao formar canalículos no solo 
melhoram sua estrutura e diminui a velocidade de 
escoamento da enxurrada pelo aumento do atrito na 
superfície. (Bertoni; Lombardi Neto, 2008). 

Numérica LANDSAT 8/OLI  

Densidade de 
drenagem (DD) – 

fração decimal 

O mapa de densidade de 
lineamento foi desenvolvido 
utilizando o “Line Density” do 
Spatial Analyst Tool (ArcGIS). 

Quanto menor a densidade de drenagem, maior a 
distância que a água deve percorrer até o leito do rio, 
e apresenta relação direta com a capacidade de 
inundação e aumento da taxa de transporte de 
sedimentos. (Fonseca; Silva Filho, 2017). 

Numérica 
TOPODATA 

(IBGE) 

Litologia (LIT) 
Grupos A, B, C, D e E. Estão 

descritos na tabela 3.2. 

A litologia pode influenciar o processo de erosão 
através das características mineralógicas e texturais 
das rochas presentes no substrato geológico, 
condicionando a permeabilidade e a facilidade de 
carreamento de partículas soltas (Campos, 2019). 

Categórica CPRM 

Uso e ocupação 
do solo (USO) 

Classificação supervisionada 
(bandas 7, 5 e 3). Classes 

Floresta Nativa ➔ ‘1’; 

A cobertura sobre o solo é de grande importância na 
prevenção e controle da erosão, e dos agravamentos 
do processo erosivo; podendo comprometer a 

Categórica LANDSAT 8/OLI  
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Pastagens ➔ ‘2’; Agricultura ➔ 

‘3’; Recursos Hídricos ➔ ‘4’;  

infiltração da água, danificar a sua estrutura e levar a 
perda de sedimentos. (Perusi; Carvalho, 2008). 

Tipo de solo 
(SOIL) 

 

Latossolo ➔ ‘0’; Glei solos ➔ 

‘1’; Cambissolos ➔ ‘2’; 

Argissolo ➔ ‘3’; Neossolo ➔ ‘4’;  

Está relacionada a algumas propriedades químicas e 
físicas que afetam os processos erosivos. Os teores de 
areia, silte e argila, por exemplo, atuam sobre a erosão 
à medida que podem oferecer maior ou menor 
resistência ao destacamento. (Guerra et al. 2014). 

Categórica 
PLANAFLORO 

/RO  

Erosividade 
(EROS) 

𝐸𝑙𝑚=𝑝2 /𝑃 

𝐸𝑙𝑚 = índice de erosividade 
média mensal (mm) 
𝑝2 = precipitação média mensal 
(mm) 
𝑃 = precipitação média anual 

Pode ser expressa pelo seu potencial em causar 
erosão (FONSECA,2017).  

Numérica EMBRAPA 

Temperatura da 
Superfície 

Terreno (TST) – 
fração decimal 

𝑇𝑆𝑇  =   
𝐾2

𝑙𝑛 (
𝜀𝑁𝐵 𝐾1

𝐿𝜆,6
 + 1)

 

TST = Temperatura da 
Superfície Terreno  
𝐿𝜆,6 = radiância espectral da 

banda termal; 
𝜀𝑁𝐵 = emissividade  
K2 e K1 = constante sensor 

A temperatura do solo tem influência no crescimento 
das plantas, com seu efeito na atividade fisiológica e, 
indiretamente, na disponibilidade de nutrientes do solo. 
As flutuações diárias e anuais da temperatura do solo 
influenciam os processos biológicos e químicos do 
solo, nas taxas de decomposição e de mineração da 
matéria orgânica do solo e da liberação de CO2 
(CARNEIRO et al 2014).  

Numérica 
LANDSAT 

8/TIRS 

Fonte: Adaptado Sarkar; Mishra, (2018)
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3.2.2.1 Considerações sobre as variáveis categóricas 

Variáveis qualitativas ou categóricas são variáveis que não possuem 

valores quantitativos, mas categorias que representam a classificação dos 

indivíduos, podendo ser nominais ou ordinais. As variáveis nominais 

caracterizam-se pela não existência de ordenação entre as categorias e as 

variáveis ordinais possuem ordenação entre as categorias exibidas. 

No caso de variáveis com mais de duas categorias é necessário codificar 

a variável explicativa, indicando-a como referência para o modelo. As variáveis 

codificadas são denominadas de variáveis dummies. A especificação da 

referência indica que a odds ratio (razão de chances) das demais categorias são 

comparadas a ela. 

As variáveis categóricas da presente análise são ordinais, apresentando 

uma ordenação dentro de cada preditor, seguindo as regras expressas na 

literatura com relação à suscetibilidade a processos erosivos. A classe com 

ponderações de valor 0 são as classes de referências para o modelo e são 

significativas quando a hipótese nula (H0) é atendida. Em outros termos, quando 

não há presença de erosão na superfície do solo.   

A distribuição das codificações das variáveis categóricas encontra-se na 

Tabela 3.2. 

Tabela 3.2 – Codificação de variáveis categóricas 

Preditores Frequência 
Codificação de parâmetro 

(1) (2) (3) (4) 

SOIL Latossolos 34 0 0 0 0 

Solos Glei 4 1 0 0 0 

Cambissolos 5 0 1 0 0 

Argissolos 52 0 0 1 0 

Neossolos 5 0 0 0 1 
LIT* C 74 0 0 0 0 

E 3 1 0 0 0 

A 6 0 1 0 0 

B 10 0 0 1 0 

D 7 0 0 0 1 
USO Vegetação Nativa 15 0 0 0  
 Pastagem 82 1 0 0  
 Agricultura 2 0 1 0  
 Recursos Hídricos 1 0 0 1  

Nota: SOIL: Tipo de Solos; LIT: Litologias; USO: Uso e ocupação do solo; * - As letras referem-se aos 
grupos de unidades litoestratigráficas (Tabela 3.5). 
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As classes de solo foram ordenadas conforme o grau de suscetibilidade 

ao arrastamento de partículas e seguem as indicações descritas por Ross (1994) 

(Tabela 3.3). 

Tabela 3.3 – Instabilidade por classes de solos 

Classes de solo Características predominantes Ponderações 

Latossolos Declividade de 0-2%, bem drenado e 

textura de franco a argiloso. 

0 

Solos Glei Declividade varia de 0-2%, é mal 

drenado e franco. 

1 

Cambissolos Declividade entre 8 e 30%, bem 

drenado, argiloso, pedregoso. 

2 

Argissolos Declividade predominante de 2-8%, 
com locais que excedam a 30%, bem 
drenado, argiloso e ligeiramente 
pedregoso. 

3 

Neossolos Declividade de 2-8%, bem drenados e 
arenosos 

4 

 

 As ponderações relacionadas a variável Litologia (Tabela 3.4) referem-se 

ao intemperismo que as rochas sofrem quando ficam expostas na superfície da 

Terra. É um processo importante porque é o início de um processo maior que 

continua com a erosão e a deposição do material por ele formado, com a 

posterior diagênese, que leva à formação das rochas sedimentares (CPRM, 

2014).  

Tabela 3.4 – Instabilidade por classe litológica 

Grupo Unidade Rochas predominantes Ponderações 

C* Complexo Máfico-Ultramáfico 

Trincheira [...] 

Granitóides 0 

B Formação Utiariti Quartzo-arenitos 1 

A Formação Rio Ávila Arenitos bimodais 2 

E Formação Corumbiara Conglomerados 

polimíticos imaturos 

3 

D Cobertura Sedimentar 

Indiferenciada e Depósitos 

Aluvionares 

Areias, siltes e argilas 4 

Nota: * O grupo ‘C’ possui outras unidades litoestratigráficas e a descrição detalhada encontra-se na Tabela 
3.6. 

A classificação empregada no mapa de uso e ocupação do solo apropriou-

se da imagem segmentada e aplicou a classificação supervisionada no Spring 

5.6. Por classificador, utilizou-se o Bhattacharya a 99,9% de aceitação. O índice 



60 

 

de acerto Kappa foi de 0,71, valor considerado Muito Bom, e as classes 

representativas da imagem estão descritas na Tabela 3.5. 

As ponderações de suscetibilidade foram atribuídas conforme o grau de 

proteção que determinado tipo de cobertura oferece ao solo e estão consoantes 

com a hierarquia da capacidade de proteção descrita por Ross (1994), com 

acréscimo da classe Recursos Hídricos em função da frequente presença de 

ravinas e voçorocas próximas aos cursos d’água. 

Tabela 3.5 – Classes de uso e ocupação do solo 

Classes Descrição  Ponderações 

Vegetação 

Nativa 

Caracterizada por florestas e fragmentos florestais 

arbóreos naturais ou regenerados após intervenção 

antrópica. 

0 

Pastagem Caracterizada pela presença de vegetação rasteira 

destinada à produção animal. 

1 

Agricultura Caracterizada por áreas destinadas à produção 

agrícola. 

2 

Recursos 

Hídricos 

Caracterizado por rios, lagos e demais corpos 

d’água encontrados na imagem. 

3 

 

 

3.2.3 Construção dos modelos preditivos 

As atividades em campo resultaram na identificação de 100 unidades 

amostrais dedicadas à obtenção dos modelos. As camadas de entradas foram 

elaboradas em uma matriz 14 x 100 (100 amostras de 14 elementos alvos), 

representando dados estáticos e dinâmicos. Para a modelagem, o dataset foi 

dividido, randomicamente, em duas categorias, 70% para treinamento do modelo 

e 30% para validação dos resultados em relação à especificidade, sensibilidade 

e precisão. 

Os cálculos estatísticos e os algoritmos dos modelos Regressão Logística 

Binária e a Rede Neural Artificial foram resolvidos e simulados usando SPSS 

Statistics 26,0 na versão trial entre maio e junho de 2020; além dos softwares 

complementares como o MATLAB 2018 e planilha eletrônica MS Excel. 
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3.2.3.1 Regressão Logística Binária (RLB) 

A realização da RLB, esclarece Malhotra (2019), obedece a um 

sequenciamento em que a partir da definição do problema a ser analisado, 

estima-se o modelo de regressão logística binária e, então, determina-se a 

adequação do modelo, testa a significância dos parâmetros resultantes e 

interpreta os coeficientes. 

Formular o problema é especificar os objetivos e identificar as variáveis 

de critério binárias e as variáveis independentes que serão consideradas na 

análise. Definido o problema e selecionado o conjunto de preditores, procedeu-

se a verificação da multicolinearidade. No software IBM SPSS é possível verificar 

a multicolinearidade por meio de Regressão Linear, estimando os valores de 

Tolerância e VIF. 

O desenvolvimento de modelo de regressão requer ainda a definição do 

método de seleção das variáveis. O objetivo é determinar um subconjunto de 

variáveis independentes que melhor explicam a variável resposta, isto é, 

encontrar um subconjunto daquelas mais importantes para o modelo, produzindo 

um erro mínimo de classificação. 

Existem diferentes métodos de seleção de variáveis, dentre eles:  

Algoritmo Genético, Método Enter, Sequential Search (SS) e métodos de 

Stepwise (Forward, Backward e Both) (RAPOSO, 2014). Na presente análise o 

método escolhido foi padrão ‘Enter’ (inclusão simultânea de todas as variáveis 

independentes). 

Na determinação da RLB define-se a variável dependente Y ou variável 

de saída e procura-se verificar a influência de uma ou mais variáveis ditas 

independentes, causais ou explicativas xs sobre esta variável dependente. No 

caso da variável dependente Y assumir apenas dois possíveis estados (1 ou 0) 

e haver um conjunto de p variáveis independentes x1 , x2 , ... , xn, aplica-se a 

equação RLB e tem-se os coeficientes β0 , β1 , ... , βn, estimados a partir do 

conjunto dados pelo método da máxima verossimilhança.  

Assim, a suscetibilidade prevista da erosão do solo em um determinado 

ponto j pode ser tratada por n números de fatores causais. Os coeficientes 

estimados são medidas das variações na proporção das probabilidades 

chamada de razão de desigualdade.  
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Avaliação do modelo 

A adequação do modelo de regressão logística binária se dá através da 

determinação dos valores do R2 de Cox & Snell e o R2 de Nagelkerke (HAIR 

JÚNIOR, 2009), além do Teste de Hosmer e Lemeshow, Log Likelihood Value e 

Teste Wald (HAIR et al. 2005). 

O teste R2 de Cox & Snell é comparável ao R2 da regressão linear, e o R2 

Nagelkerke assemelha-se R2 Cox & Snell sendo uma versão do Cox & Snell 

adaptada para fornecer resultados entre 0 e 1. De forma geral, a medida de 𝑅2 

de Cox & Snell e Nagelkerke funcionam análogos, indicando através de valores 

maiores um maior ajuste do modelo. Ambos avaliam a medida de variação 

encontrada na RLB. A diferença encontra-se no fato de que a medida 𝑅2 de Cox 

& Snell é limitada no sentido de não pode alcançar o valor máximo 1 (HAIR et al. 

2005). 

O teste Log Likelihood Value (−2𝐿𝐿) é um indicador que verifica o ajuste 

da estimação com o valor −2 vezes o logaritmo do valor da verossimilhança, 

quanto menor o valor, melhor o ajuste do modelo, sendo 0 (zero) a estimativa 

perfeita.  

O teste Hosmer e Lemeshow ou teste HL tem a finalidade de avaliar a 

validade preditiva do modelo de Regressão Logística. É baseado não no valor 

de verossimilhança, mas na visão real da variável dependente. A função é dividir 

o número de observações em torno de dez classes e compará-las às frequências 

esperadas com os observados para investigar as diferenças significativas entre 

as classificações do modelo e a realidade observada. 

Por fim, o Teste Wald para aferir o grau de significância de cada 

coeficiente do modelo e verificar se cada parâmetro estimado é 

significativamente diferente de zero. O teste segue a distribuição Qui-quadrado 

e é obtido pela comparação do estimador de máxima verossimilhança 𝛽𝑖 com a 

estimação de seu erro. 

 

 

3.2.3.2   Rede Neural Artificial (RNA) 

 A RNA foi considerada a partir de três aspectos: a) Arquitetura e topologia; 

b) Treinamento da rede com atribuições de pesos; c) Validação e testes dos 
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resultados baseados nos dados experimentais. A predição de processos 

erosivos foi alicerçada em um conjunto de preditores geoambientais e sua 

estruturação utilizou como padrão de entrada as principais variáveis que 

controlam o mecanismo dos processos erosivos no solo. 

 O papel da rede neural, nesse contexto, é realizar a extração de padrões 

de comportamento ambiental e definir as áreas ou locais em que a probabilidade 

de ocorrência de processos erosivos é eminente. A modelagem da rede visa 

entender o que cada padrão está indicando.  

 A RNA foi construída empregando o algoritmo Levenberg-Marquardt. O 

algoritmo como método de otimização é eficiente e aceito para solucionar 

problemas de minimização de funções não-lineares que tem como objetivo que 

a soma dos quadrados das distâncias entre a saída desejada e a resposta do 

neurônio de saída seja a menor possível (OLIVEIRA, 2014).  

 A principal característica deste algoritmo consiste em utilizar para o ajuste 

dos pesos o método de otimização de Newton, baseado na matriz Hessiana 

(matriz que representa a derivada segunda) usada durante o processo de 

convergência do erro (MENEZES, 2010).  

 O número de neurônios nas camadas de entrada e saída depende do 

problema a ser resolvido, assim como, do número de variáveis de entrada. Em 

geral, é obtido por tentativa e erro. No entanto, em algumas literaturas é possível 

encontrar equações para calcular o número de neurônios adequados na camada 

oculta (MOHAMMADI et al. 2019).  

 O número de camadas ocultas foi escolhido com base no método de 

tentativa e erro. Em muitas aplicações uma única camada intermediária é 

suficiente para aproximar qualquer função contínua (FLORES et al. 2013), porém 

mais de uma camada intermediárias podem proporcionar melhores resultados e 

podem ser aplicadas em processos mais complexos.  

 O treinamento mais eficaz da rede foi obtido com dados normalizados, 

convertendo-os para intervalos bem definidos a fim de evitar a maior 

consideração pelos valores de grande magnitude denominada de overflow 

(NASR et al. 2013). Esse procedimento é extremamente útil quando os valores 

das variáveis de entradas e saídas são díspares, ou seja, possuem uma elevada 

variância dificultando o processo de aprendizagem da rede. 
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 O intervalo da normalização ocorreu entre -1 e 1, com posterior 

desnormalização.  Em uma RNA, o sinal de entrada pode ser modulado com 

diferentes funções de transferência f(x) que devem ser selecionadas de acordo 

com a natureza do problema. Na elaboração do modelo para a predição de 

processos erosivos foi utilizada a função (logística) sigmoidal. A função sigmoide 

é predominante em RNAs. Ela é uma função estritamente crescente que exibe 

suavidade e tem a propriedade desejável de ser assintótica.  

 Para o treinamento foram apresentados à rede o conjunto de variáveis 

com resposta conhecida e, através de um processo iterativo os pesos, foram 

ajustados de forma que o resultado para que estas entradas fosse igual a 

resposta desejada. O resultado desta iteração é um conjunto de pesos e vieses 

com resultados muito próximos aos valores observados. Estes pesos são 

armazenados e posteriormente utilizados para simular a resposta para outros 

dados em que a saída é desconhecida. 

 Para esta etapa as informações foram divididas em dois grupos: o 

primeiro para a fase de aprendizagem da rede e o segundo para a fase de teste. 

A subdivisão é necessária para verificar se a aprendizagem ocorreu por 

generalização ou por memória. A perda da capacidade de generalizar é 

conhecida como overfitting, situação em que a rede passa a memorizar as 

informações contidas no experimento, sendo um dos grandes problemas das 

RNAs associado muitas vezes ao treinamento excessivo.  

 Piotrowski; Napiorkowski (2013) apresentaram duas maneiras de evitar o 

sobre ajuste da rede, a primeira definindo um limite mínimo de erro estabelecido 

que determina quando o treinamento da rede deve ser interrompido, enquanto 

na segunda, monitora-se o erro de validação em função do erro de treinamento. 

 O problema de sobre ajuste da rede foi evitado adotando-se o 

monitoramento do erro de validação com o auxílio da validação cruzada (cross-

validation). 

 

Avaliação do modelo 

 Após a construção do modelo procedeu-se à avaliação de seus recursos 

de generalização, ou seja, a capacidade de comparar as respostas do modelo 

com fornecimento de novos dados. Nada obstante as análises de validação de 
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uma RNA ocorrerem a partir de diferentes métodos, optou-se por adotar a Matriz 

de Confusão, Curva ROC e o gráfico de ganho cumulativo. 

 A matriz de confusão representa visualmente o desempenho de um 

classificador binário a partir de um valor limite de decisão (τ), no qual se a 

probabilidade atribuída à instância pelo classificador for maior que τ, rotula-se 

como positiva, e se a probabilidade for menor, rotula-se como negativa. O valor 

padrão para o limite de decisão é τ = 0,5. 

 A curva ROC é um dos métodos de análise de teste mais úteis para 

problemas de classificação binária e fornece uma maneira abrangente e visual 

de resumir a precisão de um classificador. Os pontos da curva ROC são a 

representação dos valores desses parâmetros para cada valor do limiar de 

decisão. A partir de um conjunto de classificadores diferentes calcula-se a sua 

especificidade e sensibilidade. 

 Os gráficos de ganho cumulativo avaliam o desempenho do classificador 

em todas as partes dos dados, no qual o classificador rotula cada caso com uma 

pontuação que é a probabilidade de que a instância atual seja positiva. Em um 

bom classificador o ganho cumulativo deve estar acima da linha de base, 

enquanto o ganho cumulativo negativo, deve estar abaixo da mesma. 

 

 

3.2.4 Mapeamento da suscetibilidade 

 Os mapas sínteses de suscetibilidade à perda de solo para os modelos 

RLB e RNA foram gerados a partir das equações gerais onde a probabilidade da 

ocorrência de erosão de qualquer ponto pode ser calculada alimentando os 

valores dos 14 preditores selecionados. 

 As equações utilizadas estão embasadas na proposta de Sarkar; Mishra 

(2018). Segundo os autores supramencionados os valores das variáveis para um 

determinado pixel {coluna c, linha r} nos conjuntos de dados de varredura de 

entrada produzem o valor do pixel correspondente na varredura de saída de 

suscetibilidade à erosão do solo (S). A seguinte equação (10) foi aplicada para 

a Regressão Logística Binária: 

S{c,r}  =   
1

1 +  e
−(α+ φcont{c,r}  +  φLIT{c,r} +  φSOIL{c,r}+ φUSO{c,r})

   (10) 
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 Em que: α = Constante; 𝜑𝑐𝑜𝑛𝑡  = Contribuição de variáveis contínuas na 

equação; 𝜑𝐿𝐼𝑇 = Contribuição da variável categórica ‘LIT’ na equação; 𝜑𝑆𝑂𝐼𝐿 = 

Contribuição da variável categórica ‘SOIL’ na equação; 𝜑𝑈𝑆𝑂 = Contribuição da 

variável categórica ‘USO’ na equação; {c, r} = Indica o pixel na varredura com a 

coluna ‘c’ e linha ‘r’. 

Sarkar; Mishra (2018) esclarecem ainda que a geração do mapa usando 

a equação do modelo RNA é mais complexa que a do RLB e envolve duas 

etapas: o cálculo dos valores de pixel para as camadas ocultas no primeiro 

estágio e, posteriormente, a geração do mapa de saída final usando os valores 

de pixel nas camadas ocultas. Para tanto, o valor de um determinado pixel {c, r} 

da m camada oculta (Hidden Layer - HL) é calculado com a constante (bias), 

coeficientes β da variável contínua x e diferentes categorias da variável 

categórica da seguinte maneira (Equação 11): 

𝐻𝐿{𝑐,𝑟}
{𝑚}

= [1 + 𝑒
−(𝑏𝑖𝑎𝑠{𝑚}+  ∑(𝛽𝑥

{𝑚}
 .  𝑥{𝑐,𝑟} ) + (𝛽𝜏

{𝑚}
 .  𝐿𝐼𝑇{𝑐,𝑟}) + (𝛽𝜔

{𝑚}
 .  𝑆𝑂𝐼𝐿{𝑐,𝑟}) + (𝛽𝜔

{𝑚}
 .  𝑈𝑆𝑂{𝑐,𝑟})    )

]
−1

(11) 

 

Os valores dos desvios e dos coeficientes β são calculados no modelo 

final da RNA com as camadas ocultas, utilizando os conjuntos de dados de 

treinamento da amostra. A suscetibilidade à erosão (S) de um determinado pixel 

{c,r} foi calculada usando os valores dos pixels correspondentes nas camadas 

ocultas por meio da  equação 12. 

 

S{c,r}  =   
1

1 +  e
−(bias  +  HL

{c,r}
{1}

 +  HL
{c,r}
{2}

 …   HL
{c,r} 

{n}
 )
      (12) 

 

A suscetibilidade à erosão variou de 0 a 1, que representa desde a 

probabilidade mínima para a erosão do solo até a probabilidade máxima de 

erosão. O mapa de suscetibilidade à erosão foi classificado em cinco classes 

distintas de suscetibilidade (Muito Baixa, Baixa, Moderada, Alta e Muito Alta) com 

base no algoritmo de quebra natural de Jenks em ambiente SIG. 

 

Validação dos mapas síntese de suscetibilidade 
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O método geral de precisão, definido como avaliação de validade e 

generalização em conjunto, tem a vantagem de ser diretamente interpretável 

como a proporção de pixels classificados corretamente na avaliação de precisão 

(RAHMATI et al. 2017). A precisão geral é a proporção das amostras de 

validação (ou seja, áreas com presença de erosão) que são classificadas 

corretamente. 

A fim de medir o desempenho de classificação dos mapas sínteses foram 

aplicadas as métricas de exatidão global calculada de acordo com as seguintes 

equações (13, 14, 15 e 16): 

 

𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 =
𝑇𝑝 +  𝑇𝑛

𝑇𝑝 + 𝑇𝑛 + 𝐹𝑝 + 𝐹𝑛
         (13) 

 

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 =  
𝑇𝑝 

𝑇𝑝 +  𝐹𝑝
        (14) 

 

𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 =  
𝑇𝑝

𝑇𝑝 +  𝐹𝑛
          (15) 

 

𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 =   
𝑉𝑝

𝑉𝑝 +  𝐹𝑝
         (16) 

 
Em que: Tp são os verdadeiros positivos, Tn são os verdadeiros 

negativos, Fp são os falsos positivos e Fn são os falsos negativos. Valores 

próximos de 1 indicam melhor desempenho. 

 

 

3.3 Apresentação e análise dos fatores causais 

O detalhamento das variáveis preditoras tem a finalidade de esclarecer os 

possíveis mecanismos da dinâmica da paisagem, considerando que elas agem 

dialeticamente e são interdependentes, com troca constante de energia e 

matéria.  

Os mapas de dados utilizados neste estudo são baseados em tamanho 

de célula de 30 × 30 metros, reamostrados para Sistema de Coordenadas 

Geográficas e projetados para Datum WGS 1984. O trabalho foi realizado em 

ambiente SIG, empregando o software ArcGIS 10.5 (Figura 3.4). O resumo 

estatístico encontra-se na Tabela 3.6. 
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Tabela 3.6 – Estatística descritiva dos parâmetros da camada de entrada  
Parâmetro 
Numéricos 

Max Min Média DP Intervalo 

Altitude 565,06 204,73 361,01 91,25 360,56 
Declividade 0,20 74,57 10,98 8,25 74,36 

Aspecto 0 359,99 177,34 107,26 359,99 
CV -0,14 0,14 -0,001 0,02 0,28 
ITC -8,82 2,04 -4,95 1,27 10,86 
IPF 6,30 -12,68 -2,96 3,84 -6,38 
DL 0 92,50 42,04 25,61 92,50 

NDVI -0,13 0,11 -0,04 0,022 0,25 
DD 0 150,51 77,95 21,75 150,51 

ERO 8055,42 6999,56 7449,16 285,87 1155,86 
TST 21,21 32,22 24,84 1,27 11,01 

Parâmetros 
Categóricos 

Distribuição da Área em % 

Litologia* A B C D E 

78,77 5,19 5,80 6,67 3,57 
Uso do solo Vegetação 

Nativa 
Pastagem Agricultura Recursos 

Hídricos 
 17,12 79,44 2,12 1,30 

Tipo de solo Latossolo Gleissolo Cambissolo Argissolo Neossolo 
32,03 3,58 7,26 52,39 4,75 

Nota. DP – Desvio Padrão; CV - Curvatura da Vertente; ITC – Índice Topográfico Composto; IPF – Índice 
de Potência de Fluxo; DL – Densidade de Lineamento; NDVI – Índice de Vegetação por Diferença 
Normalizada; DD – Densidade de Drenagem; TST – Temperatura da Superfície Terrestre; Litologia* - 
Referem-se às Unidades Litoestratigráficas correspondentes às rochas predominantes. 

 

 

Altitude 

A altitude é a distância vertical medida entre um ponto e uma superfície 

de referência que, geralmente, é o nível médio do mar (IBGE, s.d).  

Segundo Nourani et al. (2014), a elevação é considerada fator importante 

nos mapeamentos de suscetibilidade à erosão. Geralmente, associada a 

deslizamentos de terra como resultado de outros fatores, como: declividade, 

precipitação, espessura do solo e uso da terra. 

A sub-bacia possui amplitude altimétrica de 361 metros. O ponto mais alto 

com 565 metros encontra-se no extremo sudeste em área coberta por vegetação 

nativa e próximo à rodovia principal. A altitude mínima é 204 metros registrada 

nas áreas alagadas adjacentes à foz do rio Sete Voltas.
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Figura 3.4 – Distribuição espacial das camadas rasters 
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Declividade 

O ângulo de inclinação é considerado o principal fator causal e é 

frequentemente empregado no mapeamento de suscetibilidade a deslizamentos 

(NOURANI et al. 2014). A influência na intensidade erosiva está em função da 

declividade e do comprimento da encosta. Ambos interferem na velocidade de 

escoamento do fluxo superficial. 

A suscetibilidade à erosão tem relação direta com a declividade do 

terreno. Segundo Tagliani (2016), quanto maior a declividade, mais rápido a 

energia potencial das águas transforma-se em energia cinética e maior é a 

velocidade das massas de água e sua capacidade de transporte. 

O mapa do ângulo de inclinação foi reclassificado conforme a declividade 

das formas de relevo adotada pelo IBGE e EMBRAPA (Plano 0 a 3%, Suave 

ondulado 3 a 8%, Ondulado 8 a 20%, Forte ondulado 20 a 45%, Montanhoso 45 

a 75% e Escarpado > 75%). 

 

Orientação da Vertente 

O aspecto ou a orientação da vertente pode ser pensado como a direção 

da inclinação. É expresso em graus positivos entre 0 e 360 graus medidos no 

sentido horário a partir da direção Norte. As células de entrada que são planas - 

com inclinação zero – foram codificadas como flat ou 1. 

O aspecto tem forte influência na temperatura, pois determina diferenças 

no aporte de energia solar, do qual decorrem variações microclimáticas, sendo 

um fator importante para a determinação de características das comunidades de 

plantas (MELLO, 2009), nas variações de umidade no solo, serapilheira e 

deposição de orvalho, além de afetar as propriedades físico-químicas do solo e 

os processos pedogenéticos. 

 

Curvatura da Vertente 

A curvatura horizontal referente à forma da vertente – convexa, côncava 

ou retilínea – está relacionada aos processos de migração e acúmulo de água, 

minerais e matéria orgânica no solo através da superfície e subsuperfície, 

proporcionados pela gravidade, desempenhando importante papel sobre o 
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balanço hídrico e nos processos de pedogênese (VALERIANO; CARVALHO 

JÚNIOR, 2003). 

As formas de perfil de uma encosta podem influenciar grandemente na 

distribuição lateral dos processos pedológicos, hidrológicos e geomorfológicos 

(MACHADO; LIMA, 2013). Essa influência tem sido relacionada, principalmente, 

ao controle que as formas côncavas e convexas exercem sobre a distribuição de 

águas e materiais solúveis (CHAGAS et al, 2013). 

 

Índice Topográfico Composto 

É um parâmetro hidrogeomorfológico que caracteriza numericamente as 

feições do relevo. De acordo Bressiani (2016), o ITC possibilita a simulação das 

zonas saturadas no relevo, em geral, em áreas de convergências do relevo e 

próximas aos canais de drenagem. Caracterizam-se pela expansão e retração 

em resposta à precipitação e ao movimento subsuperficial da água de montante. 

O ITC também quantifica o efeito da topografia local na geração de 

escoamento (QIN et al. 2011), exibe a umidade disponível a longo prazo em uma 

paisagem e descreve a tendência da água de acumular em um determinado 

ponto (POURALI et al. 2016). 

Valores mais elevados dos ITC são encontrados na região de maior 

saturação da bacia com elementos associados à rede de drenagem (BARBOSA, 

2015), sendo mais provável que o lençol freático esteja próximo da superfície do 

solo (ANDERSON; NYBERG, 2009). 

 

Índice de Potência do Fluxo 

O IPF fornece a correlação entre os caminhos de fluxo de água, as 

acumulações de fluxo e o ângulo de encosta que, juntos, definem o potencial de 

energia que a superfície da água tem para a erosão (LIMA et al. 2020). É um 

atributo topográfico secundário que descreve o potencial da topografia para 

concentrar grandes quantidades de água superficial e promover o entalhe 

(CAPOANE, 2015). 

O índice pode ser usado para identificar locais em que devem ser 

instaladas medidas de conservação do solo que reduzam os efeitos erosivos do 

escoamento superficial concentrado, e tem sido amplamente utilizado em 
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estudos de erosão, transporte de sedimentos e geomorfologia (MOORE et al. 

1991). 

Isso ocorre porque o potencial da água, que flui superficialmente para 

executar o trabalho geomórfico, possibilita a identificação de áreas em risco de 

fluxo erosivo intenso, especialmente, em relação a eventos de precipitação de 

alta magnitude (CAPOANE, 2015). 

 

Densidade de Lineamento 

Representam a permeabilidade do terreno, principalmente, os 

cruzamentos de lineamentos, que caracterizam zonas de maior variação de 

tensão, ocorrendo o maior número de fraturamento, possibilitando a maior 

percolação de fluidos pelo sistema solo/rocha, contribuindo no domínio da 

morfogênese sobre a pedogênese e para o aumento da instabilidade do maciço 

e possibilidade de erosão (PUPIM et al. 2007). 

 

Temperatura da Superfície do Terreno  

O regime térmico determinado pelo aquecimento da superfície do solo 

pela radiação solar e pelo fluxo de calor para seu interior torna a camada 

superficial do solo um ambiente mais adequado, favorecendo a proliferação de 

raízes. Solos sem cobertura ficam sujeitos a maiores perdas de água no sistema 

solo-planta-atmosfera e a grandes variações térmicas nas camadas superficiais 

(SOUZA, 2011). 

A conversão da vegetação natural para áreas agrícolas ou de pastagem 

afetam as trocas de energia, água e carbono entre a atmosfera e a superfície 

continental. Estes impactos decorrentes das alterações da cobertura vegetal 

ocorrem devido às mudanças nas características biofísicas e no ciclo de carbono 

(CUNHA,  et al. 2013). 

 

Índice de Vegetação por diferença normalizada 

O NDVI é um índice que determina a densidade da vegetação e fornece 

uma estimativa grosseira da saúde da vegetação, além de um meio de 

monitoramento de mudanças vegetativas ao longo do tempo. O índice pode 
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ainda ser empregado para observar a relação entre a densidade da vegetação e 

um deslizamento de terra (CHOI et al. 2012). 

O índice é derivado de medições de refletância nas partes vermelha e 

infravermelha próxima do espectro eletromagnético, descrevendo a quantidade 

relativa de biomassa verde fotossinteticamente ativa presente no momento das 

imagens (CAN et al. 2017).  

O parâmetro NDVI foi selecionado por refletir a relação da cobertura 

vegetal com as ocorrências de erosões, considerando que a vegetação afeta, 

substancialmente, a conservação do solo e as áreas com menor a cobertura 

vegetal tem a maior sensibilidade à erosão de ravinas (GUERRA; JORGE, 2014). 

Os valores negativos estão associados às áreas de agricultura já 

consolidadas; pastagem com alto índice de degradação e a abertura de novas 

áreas para agricultura. Eles evidenciam a presença de solos descobertos com 

pouca ou nenhuma vegetação, ao passo que os valores mais altos representam 

a vegetação saudável e boa cobertura do solo.  

 

Erosividade 

Segundo Della Justina (1998), a magnitude da ação da chuva é 

determinada pela sua capacidade de provocar erosão. Nesse contexto, a chuva 

atua como agente ativo no processo erosivo e pode ser expressa pelo seu 

potencial em causar erosão (Erosividade). E o solo como paciente no processo 

erosivo, por sua vez, expressa a sua suscetibilidade à erosão (Erodibilidade). 

A determinação dos valores de erosividade permite identificar os meses 

nos quais o risco de erosão é mais elevado, o que é importante no planejamento 

de uso da terra (BERTONI; LOMBARDI NETO, 1999;). Ainda de acordo com 

Silva (2004), a faixa de variação para a erosividade no Brasil é de 3.116 a 20.035 

MJ mm ha-1 ha-1 ano-1. 

 

Densidade de Drenagem 

A densidade de drenagem relaciona o comprimento dos canais de 

escoamento com a área da bacia hidrográfica. Possui correspondência 

inversamente proporcional com a extensão do percurso superficial, ou seja, 
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quanto menor a densidade de drenagem, maior a distância que a água deve 

percorrer até o leito do rio (FONSECA et al. 2017). 

A densidade de drenagem representa o grau de dissecação topográfica, 

em paisagens elaboradas pela atuação fluvial ou expressando a quantidade 

disponível de canais para o escoamento e o controle exercido pelas estruturas 

geológicas (CHRISTOFOLETTI, 1981), e encontra-se subordinada ao substrato 

rochoso, declividade do terreno e ao grau de permeabilidade das formações 

superficiais. 

Os padrões da rede de drenagem podem ser controlados pela estrutura 

geológica e pelas relações morfoestratigráficas de uma determinada área 

(SILVA et al. 2009). De acordo com Christofoletti (1980), nas rochas em que a 

infiltração encontra maior dificuldade há condições melhores para o escoamento 

superficial, gerando possibilidades para a esculturação dos canais e, por 

consequência, a densidade de drenagem é mais elevada. 

 

Mapa de uso e ocupação de solo 

A ocupação do solo é um indicador importante da potencialidade de sofrer 

erosão, pois está relacionada à resistência à erosão devido ao aporte de matéria 

orgânica, a proteção do impacto direto das gotas de chuva e a maior infiltração 

da água no solo (BERTONI; LOMBARDI NETO, 2008).  

O efeito da cobertura do solo sobre as perdas de água e solo pode ser 

explicado pela ação que a cobertura do solo tem em dissipar a energia cinética 

do impacto direto das gotas da chuva sobre a superfície, diminuindo a 

desagregação inicial das partículas de solo e a concentração de sedimentos na 

enxurrada (RAMOS, et al. 2014). Além de representar um obstáculo mecânico 

ao livre escoamento superficial da água, ocasionando diminuição da velocidade 

e da capacidade de desagregação e transporte de sedimentos. 

 

Litologia 

As unidades litoestratigráficas foram obtidas no levantamento geológico, 

na escala 1:250.000, da Folha Pimenteiras (SD. 20-X-D), executado no ano de 

2008 pelo Serviço Geológico do Brasil – CPRM (Tabela 3.7). 
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Tabela 3.7 – Unidades litoestratigráficas da área de estudo 

Grupo Unidade Descrição Era/período 

A Jra 
Formação Rio Ávila: arenitos bimodais esbranquiçados a 
amarelados, granulometria fina. 

Mesozoico/ 
Jurássico 

B K2ut 

Formação Utiariti: pacote de quartzo-arenitos vermelho-
arroxeado, intensamente silicificados, granulometria fina 
a média, maciços e/ou com estratificação cruzada 
acanalada de pequeno porte. 

Mesozoico/ 
Cretáceo 

C 

MP2µt 

Complexo Máfico-Ultramáfico Trincheira: anfibolitos de 
granulação fina (metabasaltos) associados ou não com 
metagabros, metanoritos e dioritos. 

Mesoprotero-
zoico/ 
Ectasiano 

MP2co 

Complexo Colorado: rochas supracrustais clasto - 
químicas representadas por plagioclásio- 

biotita-quartzo paragnaisses bandados e migmatiticos, 
xistos heterogêneos, formações ferriferas bandadas, 
gnaisses calcissilicáticos e anfibolitos subordinados. 

MP2cofm 

Complexo Colorado: Unidade Ferro Manganesífera(fm): 
sedimentos químicos representados por magnetita 
quartzito, hematita metachert e quartzito ferruginoso. 

MP2δcc 

Máficas Cidade de Colorado: metagabros e 
metagabronoritos acamadados de granulação grossa, 
isotrópicos a levemente foliados. 

MP2γ23 
Suíte Intrusiva Cerejeiras: granitos acinzentados, 
grossos, com trama de fluxo magmático.  

MP2γ23ie 

Suíte Intrusiva Igarapé Enganado: granitóides com forte 
trama de fluxo magmático e deformações no estágio 
“subsolidus”.  

MP2γ34ae 

Suíte Intrusiva Alto Escondido: granitos homogêneos, 
leucocráticos, dominantemente isotrópicos, com 
incipiente trama de fluxo magmático. 

MP2γ4ij 

Granito Igarapé Jabuti: sienogranitos leucocráticos à 
biotita, isotrópicos, de granulação fina a média, de 
coloração cinza claro a levemente rosados. 

MP2µih 
Máficas-Ultramáficas Igarapé Hermes: rochas de 
granulação grossa, isotrópicas, porfiroblásticas. 

D PZco 

Formação Corumbiara: depósitos de leque aluvial 
representados por pacotes de conglomerados polimíticos 
imaturos interdigitados e/ou sobrepostos por arenitos 
feldspáticos imaturos. 

Paleozoico 

E 

Q1ci 
Cobertura Sedimentar Indiferenciada: areias, siltes, 
argilas além de nódulos e pisólitos ferríferos Cenozoico/ 

Quaternário 
 Q2a 

Depósitos Aluvionares: cascalhos, areias, síltes e argilas 
em pacotes irregulares e interdigitados lateralmente. 

Fonte: Carta Geológica Folha Pimenteiras - SD. 20-X-D, CPRM (2010). 

 Há o predomínio da unidade dos complexos e suítes intrusivas com 

rochas predominantes do tipo granitoides. Ao longo dessas unidades 

litoestratigráficas, reunidas no Grupo C, identificou-se diversos locais com 

abundância de afloramento rochoso (Figura 3.5). 
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Figura 3.5 – Afloramento rochoso na sub-bacia hidrográfica Sete Voltas 
Fonte: Autora (Julho/2020) 

 

Tipo de Solo 

O mapeamento pedológico na sub-bacia foi obtido por meio do 

Zoneamento Socioeconômico Ecológico de Rondônia – 2ª Edição 

(PLANAFLORO, 2009), em escala regional de 1:250.000, seguindo a 

classificação do Sistema Brasileiro de Classificação de Solos, apresentou as 

seguintes classes (Tabela 3.8): 

Tabela 3.8 – Pedologia da área de estudo. 

Classe Unidade Leg. Descrição 

Cambissolos Cambissolos Eutrófico CE1 
Declividade entre 8 e 30%, bem 
drenado, argiloso, pedregoso. 

Solos Glei Solos Glei Distrófico GD13 
Declividade varia de 0-2%, é mal 
drenado e franco. 

Latossolos 

Latossolo Amarelo 
Distrófico 

LAD2 
Declividade de 0-2%, bem drenado e 
franco. 

Latossolo Vermelho-
Amarelo Distrófico 

LLD1 
Declividade de 0-2%, bem drenado e 
argiloso. 

Latossolo Vermelho-
Escuro Distrófico 

LVD1 
Declividade entre 0 e 2%, bem drenado 
e argiloso. 

Argissolos 
Argissolo Vermelho-
Amarelo Distrófico 

PD1 
Declividade de 0-2%, bem drenado e 
argiloso. 
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Argissolo Vermelho-
Amarelo Eutrófico 

PE2 

Declividade entre maior que 30%, bem 
drenado, argiloso e ligeiramente 
pedregoso. 
 

Argissolo Vermelho-
Amarelo Eutrófico 

PE3 
Declividade entre 2-8%, bem drenado, 
argiloso, ligeiramente pedregoso. 

Argissolo Vermelho-
Escuro Eutrófico 

PVE3 
Declividade entre 2-8%, bem drenado e 
argiloso. 
 

Neossolos Neossolo Quartzarênico Q1 
Declividade de 2-8%, bem drenados e 
arenosos 

Fonte: PLANAFLORO/RO (2009) 
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CAPÍTULO IV 

 

RESULTADOS E DISCUSSÃO 

“O novo é, de certa forma, o desconhecido e só pode ser conceitualizado com 

imaginação e não com certezas.” 

Milton Santos 

 

 A modelagem espacial da suscetibilidade à perda de solo foi elaborada 

adotando os princípios da Regressão Logística Binária e da Rede Neural Artificial 

no software SPSS Statistic 26, a partir das 100 unidades amostrais que 

compuseram o Dataset - matriz contendo os valores das 14 variáveis previsoras 

- (Apêndice A – Tabela A1). 

Os fatores causais adotados foram: Altitude, Declividade, Aspecto ou 

Orientação da Vertente, Curvatura da Vertente, Índice Topográfico Composto, 

Índice de Potência do Fluxo, Densidade de Lineamento, Índice de Vegetação por 

Diferença Normalizada, Densidade de Drenagem, Litologia, Tipo de solo, Uso e 

Ocupação do Solo, Erosividade e Temperatura da Superfície Terrestre.  

Os resultados e as discussões foram divididos em duas seções. A primeira 

seção abrange a aplicação da Regressão Logística Binária e a Rede Neural 

Artificial, além de alguns possíveis cenários de análise dentro dos modelos 

escolhidos com intuito comparativo e expressão das potencialidades e limitações 

das ferramentas utilizadas. 

 A segunda seção é destinada a comparação e validação dos mapas 

sínteses do risco potencial de erosão de solo, bem como, da interpretação das 

classes de suscetibilidade com enfoque nos aspectos holísticos de construção 

dos prognósticos de sensibilidade à perda de solo por erosão hídrica. 

O mapa de inventário de erosões (Figura 4.1) apresenta a distribuição 

espacial das unidades amostrais na sub-bacia hidrográfica. As unidades 

amostrais mapeadas com presença de erosão obedeceram aos critérios pré-

estabelecidos (Cap. III) e não correspondem a universalidade das áreas com 

processos erosivos, e as unidades mapeadas com ausência de erosão foram 

selecionadas randomicamente em softwares de SIGs, contanto que não 

atendessem os critérios definidos anteriormente. 
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Figura 4.1 – Distribuição espacial das unidades amostrais 

 Via de regra, as erosões estão difundidas em toda sub-bacia, muitas 

associadas à rede drenagem como consequência da dessedentação dos 

animais e outras ao longo das encostas decorrente do baixo vigor vegetativo das 

pastagens, acompanhadas de terracetes (Figura 4.2). 

 

Fig. 4.2 A 
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Figura 4.2 – Registros aéreos de áreas com presença de processos erosivos: A 
- Voçoroca próxima à rede de drenagem; B -Terracetes ao longo das encostas; 
C -Baixo vigor vegetativo da pastagem. 
Fonte: Autora (Julho/2020) 

Assim, nas seções subsecutivas serão apresentados e discutidos o 

modelo estatístico Regressão Logística Binária e o modelo de aprendizado de 

máquina (Machine Learning) Rede Neural Artificial empregados na modelagem 

espacial da suscetibilidade à perda de solo por erosão pluvial na sub-bacia 

hidrográfica do Rio Sete Voltas no município de Colorado do Oeste – RO. 

 

 

Fig. 4.2 B  

Fig. 4.2 C  
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SEÇÃO I – ANÁLISE DA MODELAGEM PREDITIVA 

4.1 Aplicação da Regressão Logística Binária 

A regressão logística é uma técnica multivariada de análise estatística 

aplicada para estabelecer a relação entre a ocorrência de erosão do solo e um 

conjunto de variáveis previsoras, envolvendo variáveis categóricas e numéricas, 

a fim de prever a probabilidade de um evento binário, em que a variável resposta 

(Y) assumiu a condição dicotômica (presença ou ausência) de processo 

erosional.  

Foram selecionados aleatoriamente 70% do conjunto de dados para o 

treinamento do modelo RLB e 30% para o teste do modelo. A partir do 

treinamento derivou-se os coeficientes (β) para cada variável e a constante (α) 

da equação. Os coeficientes e a constante do conjunto de dado de treinamento 

foram aplicados aos preditores dentro dos conjuntos de dados de teste 

correspondente aos 30% restantes das unidades amostrais a fim de calcular o 

valor da saída, ou seja, o status de erosão prevista, que é a probabilidade de 

haver perda considerável de solo em um dado local. O limite definido de cutoff 

foi de 0,5 e serve como orientação entre as saídas 0 e 1 do modelo. 

O desempenho da RLB foi avaliado usando as características de 

operação do receptor análise de curvas ROC, além de outros dados estatísticos 

que verificam a aderência do modelo, normalmente, baseado em quão bem os 

dados previstos correspondem aos dados que foram de fato coletados.  

Posto isto, as interpretações dos itens subsequentes objetivam analisar o 

poder discriminatório do modelo constituído pelos preditores selecionados, fazer 

a validação externa do modelo e avaliar o risco de ocorrência de erosão inerente 

à presença ou ausência de uma determinada característica subjacente a uma 

covariável. 

 

4.1.1 Análise exploratória dos dados 

A finalidade da análise exploratória consiste no exame dos dados 

previamente à aplicação de qualquer técnica estatística. O teste de associação 

entre cada uma das covariáveis (conjunto de preditores) e os indicadores 

considerados como suscetíveis à erosão (codificado como 1 ou sucesso) foi 
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realizado por meio da estatística de Wald e a medida de associação odds ratio 

(OR).  

O teste de Wald tem a função de avaliar o modelo de Regressão Logística 

como um todo e aferir o grau de significância de cada coeficiente da equação, 

baseando-se na distribuição assintótica normal dos estimadores de máxima 

verossimilhança dos parâmetros do modelo. Em síntese, o teste de Wald verifica 

se cada parâmetro estimado é significativamente diferente de zero e testa a 

hipótese de que um determinado coeficiente seja nulo, ou seja, que os previsores 

não melhoraram ou mudaram a precisão do modelo.  

São consideradas variáveis significativas aquelas com p-valor <0,05 

(Tabela 4.1) e como hipótese alternativa (H1) que as variáveis previsoras se 

ajustam aos dados de forma diferente do modelo sem nenhum previsor ou 

modelo nulo. Assim, a estatística de Wald informa se o coeficiente β de cada 

previsor é significativamente diferente de zero. Se isso ocorrer, pode-se assumir 

que o previsor está contribuindo de forma significativa para a previsão da variável 

saída (Y) (FIELD, 2009).  

O odds ratio (OR) ou razões de chance é uma forma suplementar de 

análise dos fatores causais utilizada na regressão logística para complementar 

o teste de significância das variáveis independentes. O valor da exp (β) é um 

indicador da alteração nas probabilidades resultantes da mudança de uma 

unidade no previsor. Dessa forma, o odds ratio compara se a probabilidade de o 

acontecimento de interesse ocorrer é a mesma para todos os indivíduos. 

A respeito da interpretação dos valores de odds ratio, Field (2009) afirma 

que o OR mensura a proporção de mudança na chance de uma amostra 

pertencer ao grupo ‘1’. O valor exp (β) > 1 significa que o incremento no valor da 

variável previsora, aumenta também as chances de saída ‘1’. Já o valor exp (β) 

< 1 indica que as chances de a saída ‘1’ ocorrer diminuem quando há acréscimo 

no valor da variável. 

O teste de Wald constatou, com exceção dos preditores NDVI, 

Erosividade e TST, que o quadro de agentes causadores ou influenciadores de 

erosão não apresentaram significância para o modelo de regressão. A 

significância é condição necessária de seleção das variáveis que devem compor 

o modelo de regressão logística nos métodos passo a passo (Stepwise).  
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Tabela 4.1 – Teste de Wald do modelo de Regressão Logística Binária 

Preditor DP Wald gl 
p-

valor 
Exp (β) 

95% I.C. Exp(β) 

Inferior Superior 

ALT 0,005 0,028 1 0,868 0,999 0,990 1,008 
SLP 0,052 0,298 1 0,585 1,02 0,930 1,138 
ASP 0,003 0,344 1 0,558 0,998 0,992 1,004 
CV 20,685 0,047 1 0,829 86,99 0,000 - 
ITC 0,243 0,001 1 0,977 0,993 0,616 1,600 
IPF 0,103 2,973 1 0,085 1,194 0,976 1,461 
DL 0,023 0,394 1 0,530 0,986 0,943 1,031 

NDVI 24,748 5,122 1 0,024 0,00 0,00 ,001 
DD 0,014 2,065 1 0,151 1,020 0,993 1,048 
LIT  7,475 4 0,113    

LIT(1) 17898,4 0,00 1 0,999 - 0,00 - 
LIT(2) 34892,7 0,00 1 1,000 - 0,00 - 
LIT(3) 1,214 3,315 1 0,069 9,113 0,845 - 
LIT(4) 2,431 5,017 1 0,025 0,004 0,00 0,506 
USO  1,148 3 0,766    

USO(1) 1,297 1,148 1 0,284 4,014 0,316 51,024 
USO(2) 24442,1 0,00 1 0,999 - 0,00 - 
USO(3) 50126 0,00 1 1,000 - 0,00 - 
SOIL  1,713 4 0,788    

SOIL(1) 1,858 1,713 1 0,191 11,38 0,298 434,601 
SOIL(2) 25312,1 0,00 1 0,999 0,00 0,00 - 
SOIL(3) 0,937 0,019 1 0,891 1,138 0,181 7,138 
SOIL(4) 34892,7 0,00 1 0,999 0,00 0,00 - 

ERO 0,002 8,356 1 0,004 1,005 1,001 1,008 
TST 0,523 6,576 1 0,010 3,82 1,372 10,641 

Const. 20,134 10,891 1 <,001 0,00   
Nota. DP: Desvio Padrão; gl: grau de liberdade; p-valor < 0,05; I.C.: Intervalo de Confiança; - Os valores da 
odds ratio apresentaram-se excessivamente alto em função da natureza do cálculo e por isso os valores 
não foram exibidos na tabela; ASP: Aspecto ou Orientação da vertente; CV: Curvatura da Vertente; ITC: 
Índice Topográfico Composto; IPF: Índice de Potência do Fluxo; DL: Densidade de Lineamento; USO: Uso 
e Ocupação do Solo; NDVI: Índice de Vegetação por Diferença Normalizada; DD: Densidade de Drenagem; 
LIT: Litologia; SOIL: Tipo de Solo; ERO: Erosividade; TST: Temperatura da superfície Terrestre 

 

Contudo, Menard, (1995) assevera que os testes de Wald devem ser 

vistos com cautela porque quando o coeficiente de regressão (β) é grande 

(Tabela 4.1), o erro padrão tende a ficar inflacionado, resultando em uma 

estatística de Wald subestimada. A inflação do erro padrão aumenta a 

probabilidade de que o previsor seja rejeitado quando na realidade ele contribui 

para o modelo, ampliando as possibilidades de cometer o erro do Tipo II segundo 

Field (2009). O erro Tipo II ocorre quando se acredita que não exista um efeito 

na amostra, mas na realidade, ele existe. 

As razões de chance ou as razões das probabilidades de o evento de 

interesse ocorrer em função das variáveis previsoras apresentaram valores com 

distintos comportamentos para o conjunto pré-estabelecido. Apesar de grande 

parte das estimativas do valor do Odds Ratio indicarem aumento do risco de 

ocorrência de erosão, uma análise mais detalhada se faz necessária. 
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 Os previsores Altitude, Orientação da Vertente, ITC e Densidade de 

Lineamento apresentam odds ratio < 1, isto significa que para o modelo RLB 

previsto o incremento no valor para o conjunto de variáveis diminuiria as chances 

de a saída resultar em ‘Sucesso’, enquanto o incremento no valor das demais 

variáveis aumentariam as probabilidades de suscetibilidade à perda de solo. 

A redução nas probabilidades de o previsor causar o evento positivo – ‘1’ 

- implicaria possível rejeição na composição do quadro de previsores. Isso ocorre 

porque o menor p-valor encontrado será comparado com o p-valor de entrada 

escolhido previamente (p-valor = 0,05). Se o menor p-valor encontrado for 

inferior p-valor, então a covariável é incluída no modelo, caso contrário, o modelo 

final é o modelo nulo. 

As variáveis Curvatura da Vertente, NDVI e Temperatura da Superfície 

Terrestre apresentaram os maiores valores de OR. O incremento de uma 

unidade no grau de curvatura da vertente aumentariam as chances de ocorrer 

erosão em 04 vezes, assim como, o aumento de 1°C na temperatura da 

superfície terrestre ampliaria a possibilidade erosiva em pelo menos 2 vezes. 

O odds ratio do preditor NDVI foi elevado em função da natureza do 

cálculo e, por esta razão, seu valor não consta na Tabela 4.1. Valores elevados 

implicam significativa importância dentro do modelo RLB. Os valores de NDVI 

quando acrescido de uma unidade amplia consideravelmente as probabilidades 

de ocorrer erosão na área experimental. 

O previsor NDVI, por estimar a presença e/ou a ausência de fitomassa, 

está presente em grande parte das modelagens homólogas à estudada, mesmo 

em diferentes contextos climáticos. Arabameri et al. (2018, 2019, 2020, 2021), 

por exemplo, utilizaram o NDVI nos modelos de perda de solo em clima árido e 

semiárido no Irã. 

Por fim, há variáveis que não possuem efeitos sobre o modelo, ou seja, o 

incremento de uma unidade no valor da variável ou a redução da uma unidade 

não resultaria na maior ou menor chance de ocorrer o evento de interesse. Em 

termos gerais, quanto mais distante o coeficiente estiver de 1 (um), independente 

da direção, maior é o impacto de uma determinada variável independente sobre 

a chance da ocorrência do evento.  

O caso se aplica às variáveis Declividade, Erosividade e Densidade de 

Drenagem onde o valor de Exp (β) = 1,000. A ausência de efeitos no modelo 
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resultaria também na exclusão do previsor no conjunto final de variáveis 

independentes. Entretanto, covariáveis indicadas como não significativa pode-

se tornar significativa na presença de outras covariáveis, requerendo análises 

mais aprofundadas do impacto da inclusão ou exclusão do modelo RLB. 

No tocante às variáveis categóricas comparam-se os OR em relação a 

classe de referência (variável dummy). No caso da variável litologia a classe de 

referência foi a unidade litoestratigráficas Granitóides, as quais possuem maior 

resistência ao intemperismo; para a variável independente Tipo de solo a classe 

de referência foram os Latossolos por apresentar maior resistência ao 

arrastamento de partículas em função das características físico-químicas; e para 

a variável Uso e Ocupação do solo foi a classe Vegetação Nativa que oferece 

proteção ao arraste de partículas (Assunto abordado no item 3.2.1.1 - 

Considerações sobre as variáveis categóricas - Capítulo III). 

 Estatisticamente, o odds ratio para litologia indica que na classe LIT(1), 

composta por rochas predominantes de Quartzo-arenitos, as chances de ocorrer 

erosão é significativamente elevada, de forma semelhante na classe com 

Arenitos bimodais LIT(2). Os Conglomerados polimíticos imaturos LIT (3), por 

sua vez, possuem 9 (nove) vezes mais chance de ocorrer erosão. Todavia, a 

classe de Cobertura Sedimentar Indiferenciada e Depósitos Aluvionares LIT(4) 

com predomínio de areia, silte e argila apresentou OR < 1 e assinala que as 

chances de ocorrer o evento de interesse diminuem quando comparada à classe 

de referência. 

Em relação ao tipo de solo o odds ratio apontam que a classe Gleissolos 

SOIL(1) apresenta 11 vezes mais chances de ocorrer erosão em relação aos 

latossolos; os Argissolos SOIL(3) são 1,3 vezes mais propensos à erosão, 

enquanto os Cambissolos SOIL(2) e os Neossolos SOIL(4) com OR < 1 têm 

diminuída a probabilidade de ocorrer erosão por apresentarem razões de 

chances reduzidas de transcorrer evento de interesse em relação a classe de 

referência. 

O odds ratio do previsor Uso e Ocupação do Solo sugerem que as classes 

Agricultura USO(2) e Recursos Hídricos USO(3) assumem importância 

excepcional nas probabilidades de ocorrência de erosão em função dos altos 

valores de Exp (β). A classe Pastagem USO (1), por sua vez, dispõe de 4 vezes 
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mais possibilidades de eventos erosivos quando comparada à classe de 

referência. 

A presença de preditores com elevado erro padrão (Tabela 4.1), 

concomitante ao entendimento na literatura a respeito de processos erosivos e 

de degradação do solo (Conceito exposto no item 3 do capítulo III – 

Metodologias), apreende-se que o conjunto formado pelos 14 preditores agindo, 

dialeticamente, favorecem o surgimento e a evolução dos distintos quadros de 

perda de solo produtivo. 

Assegurando o atendimento aos apontamentos elencados e tencionando 

a escolha de um método que atenda a abordagem sistêmica, como metodologia 

de interpretação conjunta da realidade, o método escolhido para introdução das 

variáveis foi o método Inserir – Enter –, o qual garante que todas as variáveis 

independentes sejam colocadas no mesmo modelo de regressão em um único 

bloco e as estimativas dos parâmetros sejam calculadas para cada bloco. 

Quanto à escolha do método padrão Inserir, alguns pesquisadores 

acreditam que esse método é o único apropriado para testar teorias 

(STUDENMUND; CASSIDY, 1987), dado que a técnica passo a passo é 

influenciada por variações aleatórias nos dados e raramente fornece resultados 

replicáveis se o modelo é novamente executado com a mesma amostra (FIELD, 

2009). 

Em um cenário alternativo de seleção das variáveis, a exemplo do método 

passo a passo, corre-se o risco de excluir da análise um ou mais fatores causais 

com ponderações consideráveis nos processos erosionais. Neste caso, 

comporiam o modelo somente os preditores Índice de Vegetação por Diferença 

Normalizada, Erosividade e a Temperatura da Superfície Terrestre os quais 

apresentaram p-valor menor que o limite estabelecido de 0,05. 

Isso implica afirmar que as referidas variáveis conseguiriam explicar a 

presença de erosão e seriam suficientes para prever as probabilidades de 

sucesso de estabelecimento de áreas sensíveis à perda de solo sob evento 

hídrico, entretanto, tal raciocínio debilita a noção sistêmica a qual norteia o 

presente trabalho. Não sendo adequado descartar, sem maiores estudos, 

quaisquer variáveis do conjunto pré-estabelecido. 

Não obstante a análise sistêmica da paisagem, considerando a troca 

constante de matéria e energia e a ação dialética entre os componentes exigir 
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maior detalhamento para exclusão de um predador, constatou-se que após a 

retirada de qualquer variável do quadro ocorre prejuízo na qualidade de ajuste 

do modelo. O modelo contendo somente as variáveis significativas no teste de 

Wald (NDVI, Erosividade e TST) apresentou análise discriminatória da AUC 7% 

menor e desempenho global de classificação reduzido em 13%. 

Assim, apesar da estatística de Wald direcionar para não significância de 

parte dos preditores designados e o odds ratio sugerir situações incoerentes com 

o que preconiza a literatura, especificamente, para as variáveis categóricas, 

optou-se por manter a análise de regressão logística binária com todo o conjunto 

de dados por entender que a suscetibilidade à perda de solo por erosão pluvial 

é resultado da ação sistêmica de um conjunto de fatores. 

 

 

4.1.2 Teste de multicolinearidade 

A aplicação dos princípios da regressão logística exige a verificação das 

potenciais dependências lineares entre os pares de covariáveis com o intuito de 

evitar a multicolinearidade entre os previsores. Uma correlação linear entre os 

preditores resultaria em uma diminuição da precisão de predição do modelo 

(ARABAMERI et al. 2018).  

Neste estudo dois parâmetros, Tolerância e Fator de Inflação da Variância 

(VIF), foram usados para o teste linear (Tabela 4.2). Os resultados indicaram a 

não existência de multicolinearidade entre os fatores condicionantes ao atender 

os requisitos requeridos de VIF e Tolerância. Os valores de VIF máximo e o 

Tolerância mínimo de 2,644 e 0,378, respectivamente, atendem ao exigido pelo 

teste linear de fator VIF ≤ 10 e coeficiente de Tolerância ≥ 0,1 (CHEN et al. 2019; 

ARABAMERI et al. 2018). 

Ao atender o pré-requisito da não-multicolinearidade entre as variáveis 

previsoras há uma forte indicação de que o conjunto selecionado é coerente e 

fornece robustez à análise. 
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Tabela 4.2 – Teste de multicolinearidade entre os fatores condicionantes 

Preditores 

Teste 
multicolinearidade 

 

Preditores 

Teste 
multicolinearidade 

Tolerância VIF  Tolerância VIF 

Altimetria 0,688 1,520  USO 0,701 1,426 
Declividade 0,401 2,494  NDVI 0,602 1,662 
ASP 0,686 1,457  DD 0,793 1,261 
CV 0,574 1,742  LIT 0,599 1,670 
ITC 0,378 2,644  SOIL 0,694 1,440 
ISP 0,526 1,901  ERO 0,730 1,540 
DL 0,534 1,872  TST 0,546 1,830 

Nota. ASP: Aspecto ou Orientação da vertente; CV: Curvatura da Vertente; ITC: Índice Topográfico 
Composto; ISP: Índice de Potência do Fluxo; DL: Densidade de Lineamento; USO: Uso e Ocupação do 
Solo; NDVI: Índice de Vegetação por Diferença Normalizada; DD: Densidade de Drenagem; LIT: Litologia; 
SOIL: Tipo de Solo; ERO: Erosividade; TST: Temperatura da superfície Terrestre 

 

 

4.1.3 Modelo de Regressão Logística Binária 

O modelo de regressão proposto tem como hipótese nula (H0) que 

nenhum dos condicionantes influencia ou determina a suscetibilidade à perda de 

solo por erosão pluvial e como hipótese alternativa (H1) que os parâmetros 

selecionados se ajustam aos dados do modelo de forma divergente do modelo 

sem nenhum previsor. 

Os parâmetros são estimados pelo ajustamento de modelos, com base 

nos indicadores disponíveis, aos dados observados. O modelo escolhido será 

aquele que quando os valores das variáveis previsoras forem utilizados resultar 

em um valor de Y mais próximo do valor observado. 

A aderência do modelo foi verificada a partir de alguns parâmetros como 

pseudo R2 (Cox & Snell e Nagelkerke), verossimilhança de log -2 (-2LL) e teste 

de Hosmer e Lemeshow, além do desempenho do modelo dado pela acurácia 

do previsor por meio da matriz de confusão da classificação.  

A Tabela 4.3 apresenta as medidas de qualidade de ajuste do modelo de 

regressão.   

Tabela 4.3 – Resumo estatístico do modelo de Regressão Logística Binária 

Verossimilhança 
de log -2 (-2LL) 

Pseudo R2  
Teste de Hosmer e 

Lemeshow 

R2 Cox & 
Snell 

R2 Nagelkerke  
Qui-

quadrado 
gl 

p-
valor 

81.783a 0,434 0,578  22,474 8 0,004 
Nota. gl: Grau de liberdade; p-valor: Significância p < 0,05; ª - Estimação finalizada com 20 iterações. 
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Verossimilhança de log-2 representa o quanto de informação que não é 

explicado pelo modelo, e quanto menor esse valor melhor o ajuste da equação. 

Os valores elevados de log -2 designam a má aderência do modelo. De acordo 

com Field (2009), o ideal seria ter log -2 não-significativo, indicando que a 

quantidade de dados não explicados é mínima. 

Os valores obtidos para log -2 em estudos de modelagens de 

suscetibilidade à erosão de solo, geralmente, não são mencionados nas análises 

da qualidade do ajuste do modelo. A ausência de informações dos modelos de 

regressão como o procedimento para seleção de variáveis, o tipo de modelo 

utilizado e a forma de adequação do ajuste do modelo havia sido apontada por 

Bagley et al. (2001), contudo essas falhas ainda persistem em muitos trabalhos 

científicos. 

O valor obtido de log -2 para o modelo de suscetibilidade foi 81.783. A 

verossimilhança log -2 é baseada na soma das probabilidades associadas com 

a saída real e a prevista, e, como consequência, tem-se que os valores obtidos 

da estatística de verossimilhança log -2 indicam boa aderência do modelo. 

Os valores de pseudo R2 dado pelos valores de R2 de Cox & Snell e R2 

de Nagelkerke, apresentam o mesmo entendimento do coeficiente de 

determinação, porém com cálculos diferentes. O R2 Cox & Snell é comparável 

ao R2 da regressão linear, entretanto o intervalo de resposta não fica 

compreendido entre 0 e 1, e o valor máximo de R2 Cox & Snell fica próximo a 

0,75, necessitando de ajuste para atingir o valor máximo de 1.  O R2 Nagelkerke 

tem a função, justamente, de promover o ajuste ao valor de Cox & Snell. 

Embora todas essas medidas tenham diferenças na forma de cálculo (e 

nos resultados), coletivamente, é possível considerá-las como praticamente as 

mesmas. Assim, em termos de interpretação elas podem ser vistas como 

similares ao R2 da regressão linear no sentido de fornecer uma medida do grau 

de aderência do modelo. 

O coeficiente de determinação de Nagelkerke indica que 57,8% das 

variações ocorridas no Log da razão de chances são explicadas pelo conjunto 

das variáveis independentes. O R2 Cox & Snell prediz que 43,8% da variação 

na variável dependente de suscetibilidade à erosão é explicada por este modelo 

executado. 
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A acurácia do modelo de equação dada por meio da matriz de confusão 

apresentada pela tabela de classificação do modelo atingiu a precisão global de 

77% (Tabela 4.4). A matriz indica o percentual de acerto e erro do modelo para 

as duas possíveis respostas. Assim, o modelo classificou corretamente 80% das 

amostras das 50 unidades amostrais com presença de erosão, e 74% das 50 

amostras sem erosão, totalizando o percentual global de 77% de amostras 

classificadas adequadamente. 

Tabela 4.4 – Matriz de confusão da Regressão Logística Binária 

 Observado 

Previsto 

Resposta Porcentagem 
correta 0 1 

Etapa 1 
Resposta 

0 37 13 74,0 

1 10 40 80,0 

Porcentagem global   77,0 

 

A discriminação dos dois grupos (0 e 1) foi realizada com a introdução do 

ponto ou valor de corte de 0,5 (cutoff) para as estimativas de probabilidade da 

equação. Se a probabilidade de perda de solo (Y=1) for maior que o ponto de 

corte (P(Y=1) > 0,5), classifica-se a unidade amostral como presença de erosão 

ou recebe a codificação 1, e as unidades com probabilidade menor (P(y=1) < 0,5) 

foi codificada como 0, indicando ausência de erosão. 

A sensibilidade e a especificidade do modelo estão expressas na curva 

ROC (Figura 4.3). A curva ROC é um gráfico de sensibilidade versus 

especificidade para os possíveis valores de probabilidade de classificação de 

corte (cutoff = 0,5), e sinalizou o nível satisfatório de desempenho da RLB. 

 

Figura 4.3 – Curva de ROC para o Modelo de Regressão Logística Binária 

 

          AUC = 0,888 
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De acordo com Gonçalves (2013), a sensibilidade do modelo é definida 

como a probabilidade de prever a ocorrência do endpoint entre os indivíduos e 

fornecer a proporção de verdadeiros positivos. A especificidade oferece a 

proporção de falsos negativos, valor este que é determinado pela probabilidade 

de prever a não ocorrência do endpoint entre os indivíduos em que este não foi 

observado. 

A curva ROC indica que quanto mais área sob a curva, mais ela está 

identificando os verdadeiros positivos, enquanto minimiza o número ou a 

porcentagem de falsos positivos. A área sob a curva (AUC) do ROC, no que lhe 

concerne, descreve o desempenho dos modelos de classificação, e é um gráfico 

que ilustra a capacidade diagnóstica de um classificador binário em que o valor 

aceitável varia entre 0,5 e 1,0 (RAHMATI et al. 2016). A área sob a curva (AUC) 

do modelo foi de 0,888 (88,8%), o que é satisfatório para aceitar o modelo e sua 

posterior aplicação no mapeamento da suscetibilidade à erosão do solo. 

As estimativas de AUC foram utilizadas como parâmetros de aceitação do 

desempenho do modelo por diversos autores. Sholagberu et al. (2019), obteve 

valor estimado de AUC em 0,887 para análise de Regressão Logística 

Multivariada, apontando o desempenho excelente do modelo em avaliar a 

suscetibilidade à erosão. A mesma avaliação quanto a AUC foi aplicada por 

Arabameri et al. (2018) com AUC de 0,802 e Chen et al. (2016) com AUC de 

0,836. 

A Tabela 4.5 apresenta os valores dos coeficientes para os previsores 

selecionados, incluindo o valor da constante (α) da equação.  

Tabela 4.5 – Os coeficientes (β) da equação do modelo de RLB 

Pred.(x) β(x) 
Variáveis categóricas 

SOIL β(SOIL) USO β(USO) LIT β(LIT) 

α -66,446 0 - 0 - 0 - 
ALT -0,001 1 2,432 1 1,390 1 22,628 
SLP 0,028 2 -44,430 2 28,093 2 21,369 
ASP -0,002 3 0,129 3 21,859 3 2,210 
CV 4,466 4 -23,007   4 -5,445 
ITC -0,007       
ISP 0,177       
DL -0,014       
NDVI -56,011       
DD 0,020       
ERO 0,005       
TST 1,340       
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Nota: ALT: Altitude; SLP: Declividade; ASP: Aspecto ou Orientação da vertente; CV: Curvatura da Vertente; 
ITC: Índice Topográfico Composto; ISP: Índice de Potência do Fluxo; DL: Densidade de Lineamento; USO: 
Uso e Ocupação do Solo; NDVI: Índice de Vegetação por Diferença Normalizada; DD: Densidade de 
Drenagem; LIT: Litologia; SOIL: Tipo de Solo; ERO: Erosividade; TST: Temperatura da superfície Terrestre 

 

Os coeficientes descritos foram aplicados aos dados matriciais em 

ambiente SIG e por meio da equação do modelo obteve-se o mapa de 

suscetibilidade à perda de solo por erosão hídrica com intervalo de resposta 

entre 0 e 1, assunto a ser discutido na Seção II deste capítulo. 

 

 
4.2 Aplicação da Rede Neural Artificial 

A RNA consiste em um modelo de aprendizado de máquina empregado 

no mapeamento das áreas suscetíveis à perda de solo. As entradas foram 

carregadas com as mesmas 14 variáveis do conjunto de dados para obter o 

modelo de Regressão Logística Binária, considerando, para tanto, que tais 

parâmetros previsores exercem, de forma conjunta, direta ou indireta, alguma 

influência no mecanismo de ocorrência dos eventos de erosão de solo. 

Durante o processamento dos dados constatou-se que nenhuma amostra 

foi excluída da análise, totalizando 77 amostras para Treinamento e 23 unidades 

amostrais para Teste. A fase de treinamento empregou o algoritmo Gradiente 

Conjugado Escalonado com a função de ativação sigmoide (Tabela 4.6).  

Tabela 4.6 – Resumo do processamento dos dados do modelo RNA 

Processamento RNA 

Amostra Treinamento 77 
 Teste 23 
Camada de entrada Fatores 3 
 Covariáveis 11 
Camada oculta Nº camada 2 
 Nº neurônio 1ªC 7 
 Nº neurônio 2ªC 2 
 Função de ativação Sigmoide 
Camada de saída Variáveis 1 
 Número de unidade 2 
 Função de ativação Sigmoide 
 Função de erro Soma dos quadrados 

 

O número de camadas ocultas, bem como, o número de neurônios por 

camada foi obtido pelo método de tentativa e erro. Constatou-se que o Dataset 

apresentou redução da acurácia quando a quantidade de camadas ocultas 
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excede a duas camadas e que a quantidade de neurônio presente na camada 

oculta afeta fortemente o índice de classificação da rede neural.  

Durante a determinação do número de camadas ocultas e de neurônios 

considerou-se os apontamentos de Melchiore et al. (2008) alertando que se o 

número de neurônio for extremamente pequeno, a rede não consegue resolver 

a tarefa de aprendizagem, ao passo que se for um número maior, leva a 

problemas como overfitting do modelo. 

Can et al. (2017) observaram que geralmente na literatura tem sido 

apontado que as redes projetadas por uma ou duas camadas ocultas têm um 

bom desempenho, mas o uso de mais de duas camadas ocultas pode resultar 

em superestimação dos resultados. 

Em outros termos, o aumento no número de camadas ocultas pode levar 

à estimativa incorreta da rede e do tempo de processamento. Por este motivo, 

as estruturas de RNA utilizadas no estudo foram limitadas a duas camadas 

ocultas. O treinamento do modelo ocorreu com diferentes números de neurônios 

(1 a 12) testados um a um. O modelo final foi escolhido tendo em consideração 

as métricas de precisão que melhor determinasse o comportamento dos 

previsores na perda de solo. 

Os pesos sinápticos da rede neural que alcançaram melhores resultados 

foram para duas camadas ocultas com 07 (sete) neurônios na primeira e 2 (dois) 

neurônios na segunda, conforme descrito na Tabela A2 (Apêndice A). 

A topologia de quatro camadas sob a arquitetura da rede 14 – 7 – 2 – 2 

pode ser aceita como a estrutura de RNA ótima e com os menores valores de 

erro. Os parâmetros estatísticos indicadores da acurácia do modelo de RNA 

foram as matrizes de confusão do modelo para treinamento e teste e a curva 

ROC.  

A matriz de confusão é uma métrica que compara uma precisão 

observada com uma precisão esperada (chance aleatória). Alguns dos critérios 

usados para sua estimativa são verdadeiros positivos, falso positivo, verdadeiro 

negativo e falso negativo (TEHRANY et al. 2015).  

O modelo com duas camadas ocultas previu corretamente a 

suscetibilidade à erosão para 72,4% das unidades amostrais dos dados de 

treinamento e 79,2% das unidades de dados de teste (Tabela 4.7). Considerando 

que o modelo foi desenvolvido especificamente para identificar a área suscetível 
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à erosão, a precisão da previsão de presença de erosão ou ‘1’ foi mais 

apropriada para ser considerada neste estudo.  

Tabela 4.7 – Matriz de confusão do modelo de Rede Neural Artificial 

Amostra Observado 

Previsto 

0 1 
Porcentagem 

Correta 

Treinamento 0 25 12 67,6 

1 9 30 76,9 

Porcentagem Global 44,7 55,3 72,4 

Testes 0 10 3 76,9 
1 2 9 81,8 
Porcentagem Global 50,0 50,0 79,2 

Nota. 0- ausência de erosão; 1- presença de erosão 

 

A comparação entre os classificadores decorre do cálculo da área abaixo 

da curva ROC, conhecida como AUC (Area Under the Curve). Os valores de 

AUC variam entre 0,5 e 1. Quanto mais próximo a 1 maior a precisão do modelo. 

De acordo com Polo; Miot (2020), a relação quantitativa-qualitativa entre o valor 

AUC e a precisão da predição pode ser classificada da seguinte forma: 0,5 - 0,6, 

Pobre; 0,6 – 0,7, Média; 0,7 – 0,8, Bom; 0,8 – 0,9, Muito Bom; e 0,9 - 1, 

Excelente.  

O valor de AUC para a área de estudo foi estimada em 0,808 (80,8%), 

considerado Muito Bom pela escala de Polo; Miot (2020) (Figura 4.4), e está 

consoante ao observado por Shahri et al. (2019) com a curva de predição de 

0,825 ao mapear as áreas suscetíveis a deslizamento no sudoeste da Suécia. 

 

 
Figura 4.4 – As plotagem da curva ROC para o modelo RNA 
 

AUC = 0,808 
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Para o modelo RNA, a curva ROC é capaz de avaliar o desempenho do 

modelo verificando quaisquer erros importantes durante a análise. Assim, o valor 

de AUC tem sido amplamente aceito e adotado por vários pesquisadores para 

avaliar a precisão do mapeamento de suscetibilidade empregando redes neurais 

(BRAGAGNOLO et al. 2020). 

 

 

4.2.1 Desempenho das variáveis previsoras 

No desenvolvimento da rede neural as variáveis previsoras apresentaram 

importância distintas na obtenção da equação do modelo (Figura 4.5). Fatores 

como o NDVI, Erosividade e TST são as três variáveis explicativas mais 

importantes.  

Apesar de tais variáveis não apresentarem diagnóstico de 

multicolinearidade (Tabela 4.2), o que também não seria um fator impeditivo para 

o modelo RNA, pode-se afirmar que existem associações entre si, mesmo que 

inversamente proporcionais. Por exemplo, entre os previsores supracitados, a 

quantidade de biomassa presente no local dado pelo índice de NDVI influencia 

a variável temperatura (TST). 

 
Figura 4.5 – Distribuição da importância das variáveis normalizadas 
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De acordo com Sholagberu et al. (2019) previsores dinâmicos, como a 

Temperatura da Superfície Terrestre, raramente são considerados nos 

processos de modelagens de suscetibilidade de solo à erosão, apesar de suas 

funções no desencadeamento dos processos erosivos. A TST é um previsor que 

mede o grau de troca de energia térmica entre a terra e a atmosfera, e a sua 

distribuição espacial pode ser afetada por algumas características do terreno que 

impactam a radiação solar ascendente (JALILI, 2013). 

A correlação entre as duas variáveis TST e NDVI pode ser resultado do 

uso da terra, mudança que expõe a superfície da Terra nessas áreas (DING et 

al. 2017). A remoção da vegetação acarreta redução da umidade do solo por 

meio da exposição da superfície à alta energia radiante. A remoção da vegetação 

expõe a superfície do solo tornando-o seco, este por sua vez, tem afetado a 

estabilidade dos agregados, a resistência ao cisalhamento (XUE et al. 2011) e a 

decomposição da matéria orgânica (THOMAS, 2020). 

O Índice Topográfico Composto (ITC) e Índice de Potência de Fluxo (IPF), 

com nível de importância superior a 40%, guarda relação com a temperatura do 

solo e a vegetação existente no terreno, pois o teor de umidade do solo é 

fortemente influenciado por ambas as variáveis.  

Ainda conforme o gráfico de distribuição da importância das variáveis 

normalizadas, os demais previsores adotados obtiveram índices inferiores a 20% 

de importância para o modelo RNA. A princípio, a importância normalizada das 

referidas variáveis pode sugerir baixo desempenho na acurácia dos modelos, 

contudo análises mais aprofundadas sobre o impacto da exclusão são 

necessárias para garantir a maior eficiência dos modelos previsores. 
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SEÇÃO II - MAPEAMENTO DA SUSCETIBILIDADE À EROSÃO 

 

4.3 Apresentação dos mapas sínteses 

A identificação das diferentes zonas de risco potencial de erosão do solo 

verificou-se após a incorporação de um conjunto considerável de dados ao 

estudo. Os detalhes sobre as 14 camadas de dados e a relevância de sua 

incorporação ao mapeamento da suscetibilidade do solo foram fornecidos com 

detalhes na Tabela 3.1 (Capítulo III). 

Em ambiente SIG, os valores dos 14 preditores para um determinado pixel 

{coluna c, linha r} no conjunto de dados raster de entrada produziram o valor do 

pixel correspondente no raster de saída de suscetibilidade à erosão do solo (S) 

(Figura 4.6). Às operações aritméticas pré-estabelecidas foram aplicados os 

valores referentes aos coeficientes e à constante da equação para o modelo 

estatístico RLB, e os pesos sinápticos e bias para o modelo de Machine Learning 

RNA. 

Entretanto, a geração do mapa por meio da equação do modelo RNA é 

mais complexa que o modelo RLB e exige que imagens raster sejam produzidas 

separadamente para cada neurônio da camada oculta. Em seguida, as imagens 

são usadas como entradas na geração do mapa de saída ou mapa de 

suscetibilidade à erosão (S) de um dado pixel {c, r}, acrescida do seu respectivo 

peso sináptico e bias. 

Os mapas sínteses oriundos dos modelos estatísticos RLB e de 

aprendizado de máquina RNA encontram-se na Figura 4.6, e a distribuição 

espacial do percentual de área e de pixel para cada classe na Tabela 4.8. O 

raster de saída produzido pelos métodos RLB e RNA notabilizou a 

suscetibilidade à erosão entre os valores 0 e 1, em que 0 representa baixa 

probabilidade de erosão do solo e 1 a maior probabilidade de ocorrência de 

erosão do solo na área de estudo.
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Figura 4.6 – Mapa de suscetibilidade à erosão de solo da Sub-bacia Hidrográfica do rio Sete Voltas - Modelo de Regressão Logística 

Binária [RLB] e Rede Neural Artificial [RNA]
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O mapa de suscetibilidade à erosão foi classificado em cinco classes de 

suscetibilidade com base no algoritmo de quebra natural de Jenks. O algoritmo 

de Jenks tem o objetivo de classificar os dados em diferentes classes de acordo 

com as quebras ou lacunas que existem naturalmente nos dados (AMIRRUDDIN 

et al. 2020) e visa reduzir a variância dentro das classes e maximizar a variância 

entre as classes (SAMITH et al. 2015). 

Tabela 4.8 – Classe de suscetibilidade à erosão e cobertura da área pelos 
modelos de RLB e RNA 

Suscetibilidade 
Erosão - Classes 

Modelo RLB Modelo RNA 

Nº pixel % da área Nº pixel % da área 

Muita Baixa 67085 19.44 69913 20.27 

Baixa 78779 22.83 85977 24.93 

Moderada 121053 35.09 125638 36.42 

Alta 73153 21.20 61819 17.92 

Muito Alta 4856 1.40 1579 0.46 

Total 344926 100 344926 100 

 
 

As áreas potencialmente suscetíveis a processos erosivos são aquelas 

correspondentes às áreas classificadas como: Moderada, Alta e Muito Alta, e 

representam 57,71% e 54,80% da área para modelos RLB e RNA 

respectivamente. 

 

 

4.4 Distribuição espacial das variáveis previsoras 

 A distribuição espacial dos previsores na área da sub-bacia hidrográfica 

e os valores das classes para cada parâmetro foram agrupados por meio de 

métodos estatísticos selecionados conforme a natureza da variável previsora 

(Tabela 4.9). 

O agrupamento em distintas classes tem a finalidade de nortear e facilitar 

os processos de análise dos parâmetros previsores dentro de cada modelagem 

e o ordenamento percentual de cada variável pode ser mais bem compreendido 

a partir da ocupação da área de cada classe.  

As classes e o ordenamento percentual podem ser visualizados na Figura 

4.7. Ambas apresentam as relações existentes entre regiões potenciais dos 

processos erosivos e fatores condicionantes para os modelos RLB e RNA. O 
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gráfico permite a distinção dos percentuais de áreas com risco potencial erosivo 

definida por classe e por modelo de suscetibilidade. 

 

Tabela 4.9 – Visão geral dos parâmetros previsores utilizados no mapeamento 
de suscetibilidade à erosão de solo 

Preditor Classes Método 

Altitude 1. (204 – 282); 2. (282 – 353); 3. (353 – 408); 4. (408 - 

462); 5. (462 – 565) 

Quebra natural 

Declividade 1. (0,20 – 7,20); 2. (7,20 – 13,62); 3. (13,62 – 22,37); 4. 

(22,37 – 34,91); 5. (34,91 – 74,57) 

Quebra natural 

Aspecto 1. Flat (−1°), 2. N (337.5 – 360°, 0 – 22.5°), 3. NE (22.5 

–67.5°), 4. Leste (67.5 – 112.5°), 5. SE (112.5 – 

157.5°), 6. S (157.5 – 202.5°), 7. SW (202.5 – 

247.5°), 8. W (247.4 – 292.5°), 9. NW (292.5 – 

337.5°) 

Intervalo iguais 

CV 1. Côncava (-0,149 – -0,006); 2. Retilínea (-0,006 – 

0,002); 3. Convexa (0,002 – 0,143) 

Quebra natural 

ITC 1. (-8,94 - -6,05); 2. (-6,05 - -4,96); 3. (-4,96 - -3,73); 4. (-

3,73 - -1,93); 5. (-1,93 – 3,73) 

Quebra natural 

IPF 1. (-12,68 - -9,70); 2. (-9,70 - -7,32); 3. (-7,32 - -1,51); 4. 

(-1,51 – 0,34); 5. (0,34 – 6,30) 

Quebra natural 

Densidade 

Lineamento 

1. (0 – 15,65); 2. (15,65 – 36,27); 3. (36,27 – 54,41); 4. 

(54,41 – 71,46); 5. (71,46 – 92,50) 

Quebra natural 

NDVI 1. (-0,18 – 0,22); 2. (0,22 – 0,33); 3. (0,33 – 0,38); 4. (0,38 

– 0,43); 5. (0,43 – 0,60) 

Quebra natural 

 

Erosividade 1. (6999 – 7202); 2. (7202 – 7405); 3. (7405 – 7604); 4. 

(7604 – 7790); 5. (7790 – 8055) 

Quebra natural 

Densidade 

Drenagem 

1. (0 – 48,40); 2. (48,40 – 68,47); 3. (68,47 – 84,40 4. 

(84,40 – 102,11); 5. (102,11 – 150,51) 

Quebra natural 

Litologia* 1. Granitoides; 2. Quartzo-arenito; 3. Arenito Bimodal; 4. 

Conglomerado polimíticos imaturo; 5. Areia, Silte, 

Argila 

Unidades 

litológica 

Uso do solo 1. Vegetação Nativa; 2. Pastagem; 3. Agricultura; 4. 

Recursos Hídricos 

Classificação 

supervisionada 

Tipo de solo 1. Latossolo; 2. Gleissolos; 3. Cambissolo; 4. Argissolo; 

5. Neossolo 

Classificação de 

Solo 

TST 1. (21,21 – 23,46); 2. (23,46 – 24,62); 3. (24,62 – 25,61); 

4. (25,61 – 26,87); 5. (26,87 – 32,22) 

Quebra natural 

Nota. CV – Curvatura da Vertente; ITC – Índice Topográfico Composto; IPF – Índice Potencial de Fluxo; 
NDVI – Índice de Vegetação por Diferença Normalizada; TST – Temperatura Superfície Terrestre; * - As 
classes de litologias são compostas por rochas predominantes. 
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Figura 4.7 – Percentual de distribuição das áreas suscetíveis por classe 
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Figura 4.7 – Continuação... 
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Legenda 

             Regressão Logística Binária 

    Rede Neural Artificial 

Figura 4.7 – Continuação... 
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pastagens, contudo, observa-se em alguns locais a conversão para a produção 

de commodity agrícola como a soja e o milho. 

As faces montanhosas na direção sudoeste, em locais de maiores 

declividades, permanecem, em sua maioria, cobertas por vegetação nativa 

(Figura 4.8). Esses locais apresentam baixo risco erosivo potencial, pois a 

presença da cobertura vegetal influencia a redução do potencial da erosão 

cinética da gota da chuva (GUERRA et al. 2014) e protege o solo do processo 

de remoção e transporte de sedimentos. 

 

 

Figura 4.8 – Faces montanhosas com maiores declividades 
Fonte: Google Earth (2015); Autora (Julho/2020) 

Imagem 

Google 
Earth 
(2015)  

Registro aéreo 
da ocupação 
vegetal (VANT)
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De acordo com Arabameri et al. (2020), as águas superficiais e 

subsuperficiais são fatores-chave nas erosões e, em ambas as circunstâncias, a 

inclinação é o principal fator que inicia a formação de voçorocas. Assim, a face 

oposta que se encontra parcialmente desmatada está sujeita a erosividade da 

chuva e a ação das águas de superfície e subsuperfície. 

Quanto à distribuição espacial da orientação da vertente constata-se que 

os maiores percentuais de área total e de áreas sensíveis a perda de solo 

localizam-se nas direções Sul, Nordeste e Sudoeste da sub-bacia. As 

orientações a Sul (S) e a Nordeste (NE) apresentam os maiores índices de áreas 

suscetíveis a perda de solo por evento hídrico com índices superiores a 15% 

para os dois modelos. 

De acordo com Pham et al. (2017), a sensibilidade a processos erosivos 

está diretamente relacionada às condições locais de cada área, sendo 

influenciado pela direção do vento, radiação solar recebida, direção 

predominante dos eventos de precipitação, causando um maior ou menor grau 

de intemperismo nessas áreas. 

De forma semelhante, Chen et al. (2017) e Ding et al. (2017) apontam que 

a Curvatura da Vertente exerce influência indireta na estabilidade da massa de 

solo e, consequentemente, resulta em diferentes condições de umidade, 

intemperismo e vegetação predominante do terreno. 

A curvatura da vertente em relação ao plano encontra-se 60% na classe 

retilínea entre -0,006 e 0,002 °/m. De acordo com a literatura, curvaturas 

retilíneas são praticamente inexistentes na realidade física. Valeriano (2003) 

afirma que muito pouco do que se julga ser retilíneo apresenta curvatura 

rigorosamente nula, cabendo, nessa interpretação, uma faixa de tolerância. 

Os locais apontados como mais sensíveis à perda de solo coincidente 

com a variável curvatura da vertente, também, direcionam para o predomínio na 

classe retilínea, contudo, considerando os apontamentos de acima, aludindo à 

irrealidade de relevos totalmente retilíneos na superfície terrestre e o tamanho 

do pixel de análise (30 metros), não é prudente afirmar que o escoamento está 

desenrolando sem a atuação do ângulo de convergência ou divergência dos 

fluxos de água nas encostas.  

Esta variável também está relacionada, conforme afirma Valeriano (2003), 

aos processos de migração e acúmulo de água, minerais e matéria orgânica no 
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solo através da superfície proporcionados pela gravidade. Associada à 

exposição de vertentes (Orientação da Vertente), a curvatura vertical 

desempenha papel importante sobre a evapotranspiração e o decorrente 

balanço hídrico. 

Com relação ao parâmetro ITC as áreas suscetíveis a processos 

erosionais concentram-se nas classes com valores intermediários, ou seja, em 

locais onde há disponibilidade de umidade e tendências de acúmulo de água no 

solo. Situação semelhante foi observada por Arabameri et al. (2019 e 2020) em 

locais de climas áridos e semiáridos no Irã relacionados com a presença de 

voçorocas. 

O ITC é um fator topográfico relacionado à água que delineia zonas de 

saturação em uma determinada área de estudo (RAHMATI et al. 2016), e está 

associado ao grau de inclinação da encosta. Locais com inclinações mais altas 

possuem valores de índice mais baixos, assim como, regiões com áreas de 

drenagem maiores e menores encostas produzirão valores mais altos de ITC. 

 As zonas de saturação são aquelas as quais ocorrem o completo 

preenchimento dos poros dos mantos de alteração com água por eventos de 

infiltração direta e/ou fluxos laterais ou ascendentes. Os menores índices, 

correspondentes às classes 1 e 2, representam 45% da área da sub-bacia e 

concentra-se na região sudoeste com relevo mais aplainado, próximos à foz do 

rio Sete Voltas. 

A densidade de drenagem é o fator que representa a quantidade 

disponível de canais para o escoamento por unidade linear, e as maiores 

densidades respondem por aproximadamente 75% da área suscetível à perda 

de solo sob evento hídrico, corroborando com Arabameri et al. (2018). 

Os maiores valores de NDVI encontrados na sub-bacia estão 

compreendidos entre os intervalos 0,43 e 0,60. Os valores de NDVI 

assemelham-se aos obtidos por Ponzoni; Shimabukuro (2010), de intermitência 

entre 0,00 e 0,80 para vegetação. 

A localização dos pixels com os valores de NDVI mais baixos (-0,18 a 

0,22) são referentes às áreas urbanas e às áreas recentemente convertidas para 

agricultura. As áreas recém-convertidas ainda não foram beneficiadas com o 

acúmulo de palhadas por meio do preparo reduzido do solo ou do plantio direto. 
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As maiores concentrações nas áreas suscetíveis do modelos RBL e RNA 

encontram-se nas classes 3 e 4 do preditor NDVI. Ambas somam mais de 60% 

da área experimental. A presença da forrageira, mesmo em diferentes estágios 

de degradação, confere proteção ao desprendimento e transporte de 

sedimentos. 

A análise NDVI revela que as áreas com maior presença da vegetação 

apresentam menores suscetibilidades e áreas com menos vegetação tiveram 

frequência maior na indicação de áreas sensíveis à perda de solo. Observação 

similar foi descrita nos resultados de Rahmati et al. (2017). 

O fator Densidade de Lineamento possui maior percentual de áreas 

sensíveis pertencentes aos grupos 3 e 4. A presença de lineamento está 

associada ao fraturamento por alívio de pressão que gera um conjunto de 

fraturas teoricamente paralelas à superfície (PORTO, 2012). 

A unidade litoestratigráfica de maior representatividade é a unidade com 

rochas predominantes do tipo granitoides, ocupando grande parte da área da 

sub-bacia. São extensões com frequente exposição do material inconsolidado, 

em áreas de pastagens degradadas, presença de solo exposto e terracetes. A 

Figura 4.9 representa adequadamente a realidade observada da unidade 

preeminente. 

 

Figura 4.9 – Registro aéreo da unidade com afloramento rochoso 
Fonte: Autora (Julho/2020) 
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Em termos de intemperismo os granitoides compreendem as regiões com 

maior resistência aos fatores condicionantes endógenos e exógenos. A presença 

majoritária de quartzo confere resistência mineralógica e a localização em áreas 

tectonicamente estáveis permitem que a evolução do regolito ocorra com as 

mudanças ambientais. 

A erosão, afirma Golestani et al. (2014), é particularmente dependente 

das propriedades litológicas do material exposto ou próximo à superfície da terra. 

Diferentes tipos de litologia influenciam os diferentes níveis de suscetibilidade 

(CHEN et al. 2017b), em função da resistência ao cisalhamento dos materiais 

que constituem as encostas (ZÊZERE et al. 2017). 

Os solos, ao seu turno, são predominantemente compostos por Argissolos 

e Latossolos. A classe Argissolos corresponde a 60% da área mapeada com 

risco potencial de perda de solo. Proporcionalmente, os solos mais suscetíveis 

a processos erosivos mapeados são os Latossolos e os Neossolos. 

A maior ou menor atuação dos processos erosivos em Latossolos 

depende de uma série de fatores condicionantes, como: clima, cobertura vegetal, 

características topográficas e propriedades do solo (BONNA, 2009), além das 

formas de uso, manejo e ocupação do solo. Entre os atributos do solo que, de 

forma integrada, afetam a erodibilidade, destacam-se a permeabilidade do solo 

à água, a capacidade de armazenamento de água, a textura (principalmente os 

teores de silte), a coesão, o grau e o tipo de estrutura, Carbono Orgânico, os 

teores de óxidos de Fe e de Al, e o tipo de mineral de argila (SILVA et al. 2009). 

Em relação aos Neossolos, Fonseca (2017) apontou as principais 

características que levam a fragilidade desses solos quando expostos à ação 

antrópica. As propriedades físico-químicas, como: a predominância de solos 

arenosos, pouco coesos, ausência de plasticidade e pegajosidade, altas taxas 

de lixiviação, baixos teores de Carbono Orgânico no Solo, propensão ao 

selamento superficial e limitações no armazenamento de água promovem o 

surgimento dos processos erosivos e de degradação. 

Outro fator de destaque é a TST. As maiores concentração de áreas 

potencialmente erosionáveis estão entre 24 e 27° C e representam 77,54 % das 

áreas mapeadas com o modelo RLB e 79,32 % das áreas mapeadas com o 

modelo RNA.  

https://link.springer.com/article/10.1007/s11069-016-2239-7#ref-CR49
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As maiores temperaturas de superfícies encontram-se em áreas com 

práticas intensivas das atividades agrícolas.  De acordo com Vanzela et al. 

(2010), atividades semelhantes podem ocasionar a diminuição da 

biodiversidade, redução na fertilidade do solo e o aumento de processos de 

erosão. 

Por fim, verifica-se que as áreas potenciais à perda estão 

majoritariamente presentes em locais de pastagens cultivadas com índices 

superiores a 90% para ambos os modelos. Contudo, quando se analisa 

proporcionalmente o percentual de áreas sensíveis com o total de área ocupada 

por cada classe de uso e ocupação depreende-se também os altos índices de 

suscetibilidade nas classes Agricultura e Recursos Hídricos. 

 

 

4.5 Discussões sobre as modelagens de suscetibilidade à erosão 

O mapeamento de suscetibilidade à erosão foi considerado por Arabameri 

et al. (2018) como método básico para entender os mecanismos 

desencadeadores do processo erosivo. Permite a identificação e mensuração 

dos fatores condicionantes pertinentes (ARABAMERI et al. 2020), é fonte de 

informação para entidades de planejamento na escolha de áreas adequadas 

para a implantação de infraestrutura (BRAGAGNOLO et al. 2020); além de 

potencializar do uso do solo e mitigar os efeitos da ocupação inadequada.  

As áreas suscetíveis a processos erosivos podem ser identificadas por 

meio de diferentes técnicas, com o uso de diferentes fatores e métodos e por 

meio de uma infinidade de metodologias aplicáveis a este tipo de problema. Os 

modelos de Regressão Logística Binária e Rede Neural Artificial aplicados na 

presente pesquisa puderam identificar satisfatoriamente as áreas potenciais de 

erosão sob evento hídrico. 

Embora os resultados não devam ser considerados definitivos, eles 

fornecem uma análise rápida e de alta assertividade para ser implementada e 

avaliada mais detalhadamente. As falhas no mapeamento fazem parte do 

processo de modelagem e lidar com tais limitações do modelo, buscando mitigá-

las, é o objetivo dos estudos congêneres.  



111 

 

A escolha do modelo estatístico de Regressão Logística Binária ocorreu 

em decorrência do alto grau de confiabilidade e facilidade para lidar com 

variáveis independentes categóricas. Segundo Bissacot (2015), os modelos 

regressão logística podem ser considerados como técnica padrão, consagrada 

como ferramenta de auxílio na tomada de decisões.  

 O modelo de aprendizado de máquina mediante a Rede Neural Artificial, 

entretanto, foi eleito em virtude da simplicidade e alta eficiência. As RNAs são 

capazes de lidar com padrões de dados complexos, identificar padrões sutis 

presentes na entrada de treinamento e resolver problemas com padrões 

desconhecidos presentes nos dados de entrada (CONFORTI et al. 2014). 

 De acordo com Bragagnolo et al. (2020), o uso de RNA apresenta uma 

série de vantagens quando aplicados em estudos de suscetibilidade a perda de 

solo que vão desde metodologia que aplica algoritmos de aprendizagem que 

definem sua própria arquitetura a partir da melhor descrição quantitativa do 

fenômeno em estudo, até a alta versatilidade no sentido de que podem ser 

treinadas em uma variedade de bancos de dados com diferentes parâmetros de 

entrada e ainda fornecer resultados satisfatórios. 

Entretanto, sobre as modelagens estatísticas Arabameri et al. (2020) 

afirma que o desempenho dos modelos estatísticos é baixo, e que as técnicas 

de machine learning provou ser eficiente para modelagem de suscetibilidade à 

erosão devido à sua capacidade de lidar com pequenos conjuntos de 

treinamento e fatores com relacionamentos complexos.  

As constatações do autor supramencionado corroboram com as 

informações detectadas na presente análise. Os indicadores estatísticos do 

desempenho do modelo RLB são baixos, considerando os pseudos-coeficientes 

e o valor de Hosmer e Lemeshow, apesar da distribuição espacial das áreas 

sensíveis assemelhar à distribuição encontrada pela RNA e a matriz de confusão 

apontar índice de assertividade de 77% das amostras. 

Sobre as modelagens espaciais, Christofoletti (1999) assevera que os 

modelos são aproximações altamente subjetivas, por não incluírem todas as 

observações ou medidas associadas, mas são valiosos por permitirem o 

surgimento de aspectos fundamentais da realidade. 

Assim, os baixos indicadores estatísticos do modelo RLB não invalidam o 

produto síntese obtido, apenas sugerem novos estudos e/ou aprofundamento do 
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atual que devem acontecer a fim de garantir o máximo da potencialidade do 

modelo. A concordância do mapa de suscetibilidade à erosão com a realidade 

identificada na sub-bacia (Item 4.4, do presente capítulo) corrobora para a não 

invalidação do produto resultante do modelo RLB.  

As distorções e erros nos resultados em modelagens ocorreram, entre 

outros fatores, devido a impossibilidade da compreensão totalitária dos 

comportamentos físicos dos fenômenos abordados pela modelagem. Soma-se 

a isso a ausência de bases de dados adequadas em que a dependência da 

existência de bancos de dados adequados e/ou atualizados de áreas com 

problemas erosivos podem afetar a aplicação de novos estudos independente 

da natureza de análise. 

Compor ou elaborar um banco de dados que contenham informações de 

locais com presença de perda de solo e o tipo de erosão, em geral, envolve alto 

custo orçamentário. A esse respeito, Bragagnolo et al. (2020), trabalhando área 

de movimento de massa, afirma que isso é especialmente problemático no 

Brasil, e possivelmente em outros países em desenvolvimento, devido à falta de 

especialistas e à precariedade dos órgãos de defesa civil, que são severamente 

limitados pela falta de pessoal e infraestrutura.  

Apesar das ferramentas apresentarem-se promissoras, de fácil aplicação, 

alta capacidade adaptativa e replicação da metodologia, a ausência de um banco 

de dados confiável e rigoroso da realidade local pode restringir a pesquisa ao 

âmbito de interesse do pesquisador. 

Outras limitações relacionadas à sensibilidade dos resultados e à 

qualidade dizem respeito à precisão das camadas de dados temáticos e a 

especificidade de certas regiões suscetíveis que podem acabar não sendo 

levadas em consideração em alguns casos (THIERY et al.  2013). Além de 

registro de ruídos nos dados que podem ser prejudiciais no desenvolvimento dos 

modelos especialmente aos mapas de uso do solo relacionados a erros de 

levantamento (ERMINI et al. 2005). 

Apesar das limitações inerentes aos processos de modelagens, Shahri et 

al. (2019) elencam diversos benefícios dessas técnicas, como a utilização de 

dados publicamente disponíveis de imagens de satélite e mapas geológicos e, 

portanto, não depende de investigações geotécnicas caras e demoradas; e que 

não obstante a incerteza embutida no mapa produzido, os mapas devem ser 
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usados como uma ferramenta de triagem para identificar áreas em que 

investigações mais detalhadas precisam ser realizadas, aplicando de forma mais 

eficiente os recursos sociais. 

O autor suprarreferido alude, igualmente, à capacidade de um mapa 

baseado em análise multicritério cobrir grandes áreas e ser de interesse dos 

planejadores e autoridades municipais, uma vez que essas informações podem 

ser essenciais na definição dos usos permitidos do solo. 

 

 

4.6 Análise da suscetibilidade à erosão 

A análise do mapa de suscetibilidade gerado pelos dois modelos revelou 

a existência de um cinturão de baixa suscetibilidade à erosão na direção sudeste 

da sub-bacia hidrográfica associada à manutenção da floresta nativa. 

A cobertura vegetal possui diversos efeitos na influência nas perdas de 

solo que podem ser assim enumerados: proteção contra o impacto direto das 

gotas de chuva sobre a superfície; dispersão da água, interceptando-a e 

evaporando-a antes que atinja o solo; decomposição das raízes das plantas que, 

formando canalículos no solo, aumentam a infiltração da água; melhoramento da 

estrutura do solo pela adição de matéria orgânica, aumentando a capacidade de 

retenção de água; e redução da velocidade de escoamento da enxurrada pelo 

aumento do atrito na superfície (BERTONI; LOMBARDI NETO, 2008). 

O baixo risco erosivo também é observado no extremo sudoeste da sub-

bacia hidrográfica.  São áreas de baixadas, alagáveis em determinados períodos 

do ano e pouco propensas às atividades agropecuárias.  Nas regiões adjacentes, 

as práticas agrícolas levam ao aumento da sensibilidade à perda de solo, 

principalmente no primeiro ano de cultivo, devido à exposição do solo à 

erosividade das chuvas. 

A remoção das camadas superficiais do solo implicam restrição na 

fertilidade pela perda de macro e micronutrientes do solo e de matéria orgânica. 

A limitação desses elementos impacta diretamente a produtividade da lavoura e 

os custos de produção. Baixos teores de nutrientes disponíveis exigem práticas 

de adubação complementar. 
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O processo de ravinamento em áreas agrícolas estão relacionadas às 

diferentes texturas do solo, a microtopografia e a quantidade de fitomassa da 

cultura. Conforme esclarece Guerra et al. (2014), uma vez formada crostas nas 

superfícies do solo e com uma cobertura vegetal mais densa, devido ao 

crescimento do cultivo, os solos se tornam mais protegidos contra a ação do 

ravinamento. Contudo, muitas vezes as ravinas se iniciam antes de o solo estar 

bem protegido pela cobertura vegetal, o que é o caso dos primeiros anos de 

conversão das pastagens para lavoura.  

A perda de sedimentos nas áreas agricultáveis acarreta consequências 

negativas ao meio. Primeiramente, quando há erosão em terras cultivadas, os 

nutrientes presentes nas camadas superiores são incorporados aos solo erodido 

pela alta solubilidade e a rápida absorção às partículas finas de solo (BERTONI; 

LOMBARDI NETO 2008); consequentemente, há redução da capacidade de 

produção de biomassa vegetal capaz de proteger o solo (MAFRA, 2014); e risco 

de inundação pelo aumento de material sólido nos recursos hídricos. 

A perda progressiva de espessura de solo leva à diminuição do Carbono 

Orgânico do Solo. De acordo com Guerra et al. (2014), os baixos teores de 

matéria orgânica afetam a estrutura dos agregados, e à medida que a matéria 

orgânica diminui, aumenta a instabilidade dos agregados de solo. Guerra et al. 

(op.cit.) complementa que a ruptura dos agregados pode ser considerada um 

dos primeiros fatores no processo de desencadeamento da erosão. 

No extremo norte da sub-bacia, a suscetibilidade à erosão está 

relacionada aos locais de conversão da vegetação de Cerrado ou de transição 

entre a vegetação Ombrófila e o Cerrado em áreas de pastagens. São solos 

arenosos, classificados como Neossolos, e localizadas no rebordo da chapada 

dos Parecis sob forte atuação dos agentes intempéricos. 

Os Neossolos são naturalmente suscetíveis a processo de perda de solo 

por evento hídrico. Fonseca (2017), ao avaliar os condicionantes erosionais em 

Neossolos Quartzarênicos no município de Colorado do Oeste, verificou que a 

predisposição à perda de sedimentos decorre do predomínio das areias muito 

grossa e areia grossa, dos altos valores de densidade de solo, baixa porosidade, 

compactação relacionadas ao pisoteio do gado e aumento na resistência média 

à penetração principalmente nos primeiros 10 centímetros. 
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A área central da sub-bacia e a região próxima ao núcleo urbano possuem 

suscetibilidade moderada. Os maiores riscos potenciais são verificados em 

locais com pastagem degradadas e em áreas de baixadas juntos aos corpos 

hídricos (Figura 4.10). 

Fonseca et al. (2018) ao classificar os estágios de degradação das 

pastagens no município de Colorado do Oeste observou que as áreas que 

apresentam algum grau de degradação possuem características coletivas, 

como: a variedade do tipo braquiarão (Brachiaria brizantha), baixa altura de 

forragem, baixa população de plantas por m2, presença de invasoras, alta 

pressão de pastejo e má formação e condução do pasto. 

 

Figura 4.10 – Registros aéreos de erosões próximas aos corpos hídricos 
Fonte: Autora (Julho/2020) 

 

Erosões circum-adjacentes às redes de drenagem são preponderantes na 

área de estudo. Os rios na sub-bacia são, em sua maioria, canais de primeira 

ordem, frágeis, intermitentes e altamente suscetíveis à pressão antrópica (Figura 

4.11). Na referida imagem, observa-se a ausência de vegetação nas áreas de 

baixadas e ao longo dos rios. A consequência imediata é a perda do equilíbrio 

na relação solo-paisagem e o desaparecimento de alguns cursos de água. 

Fonseca; Silva Filho (2017) ao analisar a morfometria das sub-bacias 

hidrográficas do município identificaram que os canais de primeira ordem quase 

sempre fluem diretamente para o rio principal, apresentam pouca vazão e 
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possuem pouco ou nenhuma mata ciliar, podendo deixar de existir com o manejo 

inadequado das atividades agropecuárias. 

 

 

Figura 4.11 – Registros aéreos de erosões próximas aos corpos hídricos: A -
Presença de erosão nos rios de 1ª ordem; B - Erosões em rios intermitentes. 
Fonte: Autora (julho/2020) 

 

Os canais de 1ª ordem exercem papel ecológico importante nas sub-

bacias de Colorado do Oeste porque regulam a quantidade e a qualidade da 

água disponível nos rios das ordens subsequentes (FONSECA; SILVA FILHO 

(op. cit.), controlam as inundações e regulam as enchentes e vazantes do rio 

principal. 

Fig. 4.11 A 

Fig. 4.11 B  
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As áreas sensíveis à perda de solo também são encontradas nas 

proximidades de estradas e rodovias (Figura 4.12). Na literatura constata-se a 

correlação positiva entre a proximidade de rios e estradas com a presença de 

ravinas e voçorocas (CONOSCENTI et al. 2013; RAHMATI et al. 2017).  

 

Figura 4.12 – Registro aéreo dos impactos da construção das rodovias 
Fonte: Autora (Julho/2020) 

 

Entre os problemas observados nos voçorocamentos próximos às 

rodovias está a interrupção do padrão natural de drenagem pela instalação de 

bueiros mal localizados ou mal construídos, escoamento concentrado e 

superfícies impermeáveis, no caso das rodovias asfaltadas, ou de baixa 

permeabilidade nas demais estradas. 

 

 

4.6.1 Aspecto econômicos, sociais e ambientais 

O mapeamento da suscetibilidade à erosão é a primeira e mais importante 

etapa na gestão dos efeitos de perda de solo para alcançar o desenvolvimento 

sustentável (ARABEMARI et al. 2019). As práticas de gestão sustentável, 

envolvendo os desafios do uso e ocupação dos solos, exigem índices de 

quantificação da erosão do solo, distribuição espacial e identificação de áreas 

críticas aos arrastamentos de sedimentos. 
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O uso e ocupação do solo é um indicador importante da potencialidade de 

sofrer erosão, pois está relacionada à resistência à remoção de partículas devido 

ao aporte de matéria orgânica, à proteção do impacto direto das gotas de chuva 

e a maior infiltração da água no solo (BERTONI; LOMBARDI NETO, 2008).  A 

cobertura sobre o solo é de grande importância na prevenção e controle da 

erosão e dos agravamentos do processo erosivo; podendo comprometer a 

infiltração da água, danificar a sua estrutura e levar a perda de sedimentos 

(PERUSI; CARVALHO, 2008). 

Outro aspecto ambiental observado na sub-bacia é a presença de lagoas 

de dessedentação para os animais. A falta de água no período de estiagem, 

compreendida entre junho e setembro, pela presença de rios intermitentes, faz 

com que o produtor procure alternativas para oferecer novas fontes de água aos 

animais. As pequenas represas artificiais armazenam água da chuva e são 

também abastecidas, muitas vezes, pelo lençol freático (Figura 4.13). 

 

  

Figura 4.13 – Registro aéreo de represa para dessedentação dos animais 
Fonte: Autora (Julho/2020) 
 

As lagoas de dessedentação são especialmente um grande problema 

quando se trata de perda de solo devido a formação de trilhas de boi. A 

passagem constante dos animais acaba por gerar depressões que variam de 

poucos centímetros a pequenas ravinas com profundidades que podem atingir 

50 cm de profundidade (SELIGER et al. 2018). A profundidade da trilha seria 
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resultado da dimensão e extensão do impacto da força exercida sobre o solo em 

função do pisoteio bovino. 

  As trilhas promovem o aumento na densidade de solo, compactam a 

superfície e intensificam a velocidade de deslocamento superficial da água. Os 

impactos do pisoteio animal possuem efeitos de ordem direta e indireta e afetam 

diferentes partes do sistema geomorfológico como as terras altas e as terras 

baixas (TOMAS; DIAS, 2009). 

As lagoas além disso acarretam repercussões de ordem econômica em 

função da qualidade da água para o consumo animal. A água ofertada detém 

baixa qualidade, presença de sedimentos (coloração turva), presença de algas 

(baixos níveis oxigênio) e excesso de nitrogênio (dejetos dos animais) (Seta 

vermelha Figura 4.13). 

A alta carga de contaminação da água indica má qualidade microbiológica 

e risco de presença de agentes patogênicos de origem fecal. Os impactos 

econômicos na produção envolvem: diarreias em bezerros (WALDNER; 

LOOPER, 2005); decréscimo linear no ganho médio diário e na eficiência 

alimentar em novilhos em função do aumento da concentração de sulfato 

(LONERAGAN et al. 2001), além de falta de apetite, problemas nos ossos e 

mosqueamento nos dentes do rebanho (PEREIRA et al. 2009). 

As áreas assinaladas pela seta azul (Figura 4.13), por sua vez, são áreas 

de pisciculturas, atividade comum na sub-bacia hidrográfica, confirmando a alta 

potencialidade do lençol freático na região. Apesar de não haver estudos sobre 

a temática na área, nota-se, por observação em campo, a facilidade para 

exfiltração da água. 

 A exfiltração auxilia na manutenção da qualidade da água em áreas de 

piscicultura, mas também promove a desestabilização do solo em áreas de 

voçorocamento. Alves (2007) observou que em locais de voçorocamento o lençol 

freático exfiltra em diversos pontos, mas a zona próxima a cabeceira é onde 

ocorre a maior parte das ressurgências, com presença de erosão por dutos e 

formação de poças em sua base. 

 Fonseca (2017) corrobora com as observações de Alves (op. cit.), ao 

observar que a feição erosiva estava diretamente relacionada ao escoamento 

hídrico superficial e subsuperficial associado ao afloramento do lençol freático 
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sem ramificações laterais e aos pipings na região da cabeceira e em alguns 

outros pontos nas laterais próximas. 

 Outros danos econômicos envolvidos abrangem a desvalorização do 

imóvel rural. Locais com voçorocamento (Figura 4.14) apresentam redução de 

área útil à atividade produtiva. A perda de área destinada à produção 

agropecuária afeta economicamente os produtores, pois grande parte das 

propriedades rurais da sub-bacia hidrográfica são pequenas (até 04 módulos 

fiscais), praticam a pecuária extensiva e não aplicam técnicas de manejo e 

condução de pastagem. 

As condições aludidas das propriedades restringem a taxa de lotação, 

definida pelo número de animais ou unidade animal (1 UA= 450 kg PV) pela área 

de pastagem. A capacidade de suporte definida como a taxa máxima de lotação 

que uma determinada área comportaria sem comprometer o desempenho dos 

animais em um determinado período, respeitando o ecossistema pastoril 

(GARCIA, 2017). 
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Figura 4.14 – Registro aéreo da presença de voçorocas 
Fonte: Autora (Julho/2020) 
 
 

Conter o avanço da perda de solo nas incisões é primordial para a 

manutenção do espaço produtivo da propriedade. Fonseca (2017) identificou 

que as voçorocas em Neossolos Quartzarênicos no município podem apresentar 

perdas médias de 1400 m3 de solo durante a estação chuvosa. 

A desvalorização do imóvel rural envolve também os custos exigidos nos 

processos de recuperação ambiental das áreas já comprometidas pelas ravinas 

e voçorocas. Quadros Tronco et al. (2021) ao estimar os custos para a 

recuperação de um hectare de área degradada em cenário de média 

degradação, em cinco territórios estratégicos de Rondônia, obteve o valor 

estimado de R$ 29.706,39. Assim, as perdas ambientais e econômicas ao 

produtor são consideráveis e devem ser objeto de preocupação das autoridades 

locais. 
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CAPÍTULO V 

 

CONCLUSÕES 

A pesquisa com objetivo de determinar padrões espaciais sujeitos à 

erosão de solo por evento hídrico fez uso de técnicas de modelagem, 

empregando os princípios da modelagem Estatística - Regressão Logística 

Binária - e de Aprendizagem de Máquina - Rede Neural Artificial -. Os modelos 

foram verificados a partir do conjunto formado por 14 fatores predisponentes 

englobando aspectos geológicos, geomorfológicos e ambientais.  

Os resultados apontaram que os modelos foram capazes de identificar as 

relações entre os fatores condicionantes e gerar mapas de suscetibilidade 

consistentes e concordantes com a realidade local. 

Os fatores NDVI, Erosividade e Temperatura da Superfície Terrestre 

apresentaram os maiores efeitos nas equações para identificação de áreas 

potenciais a perda de solo para os ambos os modelos. Apesar dos modelos 

indicarem os mesmo fatores, o desempenho dado pela Área Sob a Curva (AUC)  

apresentou índice de AUC de 0,888 para a RLB e índice de 0,808 para a rede 

neural.  

As áreas sensíveis à perda de solo foram aquelas classificadas com 

suscetibilidade Moderada, Alta e Muito Alta e juntas representam  57,71% para 

o modelo de regressão logística e 54,8% para o modelo RNA. Em geral, 

encontram-se entre 350 e 460 metros de altitude, com ângulos de inclinação 

entre 7 e 23°, sob curvaturas retilíneas, em locais próximos aos cursos de água 

e em áreas ocupadas por pastagens.  

As principais vantagens do uso dos modelos são: tempo reduzido na 

identificar as áreas suscetíveis, possibilidade de usar dados disponíveis 

gratuitamente e diferentes tipos e combinações de variáveis de entrada. Os 

algoritmos aplicados podem também aprender padrões complicados e podem 

considerar relações não lineares entre variáveis dependentes e independentes. 

A integração de diferentes bases de dados e as possibilidades de 

combinações melhoraram a precisão de predição e o sucesso alcançado. Assim, 

técnicas de modelagem podem fornecer informações valiosas para planejadores 
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ou gerentes para prevenir ou responder a problemas de erosão, especialmente, 

em regiões com características paisagísticas semelhantes. 

Entretanto, a precisão dos modelos de suscetibilidade à erosão pode ser 

afetada pela qualidade e número de fatores condicionantes, requerendo, assim, 

investigações mais aprofundadas para exclusão ou inclusão de uma variável.  

Os resultados, em termos de modelo, e a escolha de preditor podem ser 

usados por tomadores de decisão para dirimir efeitos econômicos e ambientais 

a partir do gerenciamento de risco e implementação de medidas de proteção em 

áreas propensas à erosão. O mapeamento de áreas sensíveis pode ajudar na 

compreensão da formação de erosão e evolução espaço-temporal; bem como 

promover o desenvolvimento de estratégias para a gestão sustentável dos 

recursos do solo e da água. 

No caso da sub-bacia hidrográfica do rio Sete Voltas, a aplicação das 

modelagens espaciais pode ajudar a promover um planejamento mais adequado 

e eficiente do uso do solo, pelo menos como avaliação preliminar de grandes 

áreas. Medidas como revitalização da vegetação e gestão das atividades 

agropecuárias devem ser utilizadas para prevenir e reduzir os seus efeitos 

destrutivos da perda de solo férteis. 

 

 

SUGESTÕES DE ESTUDO 

 

Estudos de modelagens envolvendo perdas de solos no Brasil 

concentram-se em modelos multicritério de tomada de decisão, porém existem 

diversos outros modelos que podem ser utilizados a fim de aprimorar as técnicas 

de modelagem e a acurácia do modelo. 

As abordagens de modelos estatísticos e de aprendizado de máquina 

ganham notoriedade e podem ser encarados como prioridade na obtenção de 

mapas de suscetibilidade à erosão, uma vez que os avanços computacionais 

permitem o processamento de grande volume de dados, facilitando o 

mapeamento de grandes extensões territoriais, o que é especialmente 

importante para a realidade brasileira. 

Para estudos futuros, sugere-se ainda a aplicação de outras técnicas de 

modelagem que busquem reduzir a subjetividade do processo, ao mesmo tempo 
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que aumenta a precisão e a confiabilidade das informações. Existem diversos 

outros modelos que aplicados conjunto ou isoladamente podem contribuir 

significativamente para os avanços nas pesquisas na área de suscetibilidade à 

erosão. 

São exemplos dessas novas técnicas: Valor de Informação; Probabilidade 

Condicional; Floresta Randômica; Índice de Entropia; Certainty Factor; Radio 

Frequence; Pesos de evidências; Máquina de Vetor de Suporte; Rede 

Generativas Adversárias; Rede Neural Convolucional, além de diversas outras 

técnicas. 

Outro ponto passível de novas análises diz respeito aos parâmetros 

ambientais de entrada. Identificar outras variáveis que exercem influência na 

identificação de áreas suscetíveis, ou mesmo, sugerir a exclusão de outras 

variáveis em função da redundância na obtenção do mapa síntese. 

Estudos direcionados à escolha dos parâmetros de entrada, como a 

influência no desencadeamento da erosão, fatores associados e os impactos nos 

processos de modelagens, devem ser desenvolvidos a fim de ampliar a acurácia 

dos modelos. O excesso ou a falta de parâmetros podem comprometer a 

qualidade das técnicas empregadas. 

O sucesso da aplicação de novas técnicas de modelagem passa também 

por algumas recomendações que seria a criação e manutenção de um banco de 

dados de eventos erosivos como ravinas e voçorocas, e a disponibilização dos 

bancos de dados como objetivo facilitar o estabelecimento de um subconjunto 

de variáveis independente. 

Estudos de menor abrangência também podem ser aplicados para melhor 

exploração das técnicas de modelagem espacial. As análises envolvem estudos 

sobre a avaliação do desempenho das técnicas de modelagens em um contexto 

variável seja ele climático, geomorfológico e hidrológico; análises de 

comparação de modelos em uma mesma realidade; e a introdução de novas 

abordagens como as modelagens híbridas. 

Dessa forma, conforme esclarece Shit et al. (2015), o esforço científico 

pode parecer redundante às vezes, mas os estudos comparativos podem ajudar 

a comunidade a convergir para uma abordagem comum (ou um pequeno 

conjunto de abordagens).
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APÊNDICE A 

Tabela A1 - Amostra do banco de dados (Dataset) utilizado na modelagem de suscetibilidade à erosão. 

ID ALT SLP ASP CV ITC IPF DL NDVI DD LIT USO SOIL EROSIV TST RESPOSTA 

1 442.90 19.19 33.86 0.007 -4.361 0.920 15.667 0.024 60.65 1 3 4 7050.77 24.92 1 

2 236.58 2.02 42.42 -0.01 -3.23 -3.85 0.00 0.06 40.33 4 2 0 7098.61 25.97 1 

3 244.16 2.943 181.99 0.008 -5.221 -0.125 0.000 0.058 49.81 4 2 0 7785.32 26.41 1 

4 455.15 18.94 171.31 -0.01 -4.82 0.29 24.23 0.03 37.59 0 1 3 7086.06 23.44 0 

5 254.88 9.90 189.93 0.03 -6.44 -9.21 0.00 0.06 66.63 4 1 0 7085.18 25.80 0 

6 313.34 9.88 291.37 0.00 -5.75 -0.51 86.04 0.06 86.11 0 1 3 7024.57 24.60 0 

7 388.76 6.54 81.42 0.00 -5.33 -9.62 50.34 0.04 82.43 0 1 3 7087.63 25.27 0 

8 249.24 2.79 14.41 0.01 -5.17 -2.85 8.83 0.04 53.38 0 1 0 7079.09 24.47 0 

9 262.25 2.49 275.93 0.01 -5.05 -3.65 25.97 0.05 103.3 0 1 0 7105.98 25.28 1 

10 386.59 22.82 311.77 0.02 -5.53 0.32 61.22 0.06 109.6 0 1 3 7050.29 25.76 0 

11 551.39 2.86 300.23 -0.02 -5.19 -2.83 40.06 0.03 56.26 3 1 0 7059.25 26.27 1 

12 251.05 4.62 339.36 -0.01 -2.31 0.24 25.21 0.05 94.19 0 1 0 7059.23 25.08 1 

13 430.44 6.16 284.39 0.00 -4.58 -1.67 52.51 0.06 80.77 3 1 3 7105.47 25.36 0 

      …          
90 312.15 39.85 219.85 -0.005 -7.315 -0.224 46.74 0.032 68.59 0 0 3 7170.32 24.93 1 

91 444.11 27.15 58.63 -0.019 -2.544 1.919 36.22 0.047 71.08 3 0 0 7241.06 22.76 0 

92 525.05 9.98 200.56 -0.001 -6.452 -9.202 32.74 0.035 54.65 3 0 0 7243.08 24.75 0 

93 375.38 7.73 48.05 -0.032 -5.499 -0.600 56.51 0.043 87.74 3 0 3 7302.27 24.60 1 

94 360.81 16.08 312.55 -0.012 -6.252 -0.434 76.77 0.067 129.38 0 0 3 7466.45 22.41 0 

95 355.53 2.90 235.78 -0.020 -5.209 -10.41 46.44 0.034 106.28 0 0 3 7517.27 23.85 0 

96 428.23 22.28 216.85 0.011 -6.198 -0.803 50.63 0.074 77.75 0 0 3 7535.73 23.87 0 

97 449.83 8.76 202.41 0.022 -6.319 -9.331 42.142 0.033 52.67 1 0 3 7741.67 23.08 1 

98 447.02 22.73 359.46 -0.035 -5.933 -0.090 8.887 0.065 54.11 2 0 2 7758.092 23.47 0 

99 474.41 17.40 325.27 -0.004 -4.831 -0.644 68.824 0.036 80.27 0 0 3 7576.527 23.84 0 

100 437.47 26.11 131.43 0.019 -6.377 1.059 63.454 0.052 91.07 0 0 3 7574.86 23.04 0 
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Tabela A2 - Estimativas de Parâmetro (viés[Bias]) e os pesos sinápticos (ω) da equação do modelo da RNA 
 

Preditores 

Neurônios – Primeira Camada Oculta  

Variáveis Numéricas 

H(1:1) H(1:2) H(1:3) H(1:4) H(1:5) H(1:6) H(1:7) 
Bias 0,253 0,478 -0,249 0,015 0,168 0,098 0,102 
ALT -0,567 -0,551 0,284 -0,468 0,140 -0,117 0,142 
SLP 0,103 -0,583 -0,020 -0,052 0,151 0,287 0,290 
ASP -0,433 0,436 0,246 0,321 -0,045 -0,202 -0,606 
CV 0,022 -0,457 0,292 -0,205 0,224 -0,125 0,331 
ITC 0,107 0,255 -0,351 0,006 0,208 -0,266 0,258 
ISP -0,215 -0,178 -0,648 0,340 -0,374 -0,238 0,571 
DL 0,206 -0,124 -0,102 -0,329 -0,246 0,299 0,041 
NDVI -0,024 -0,268 0,691 0,107 -0,264 1,102 -0,337 
DD 0,165 -0,063 -0,085 -0,392 -0,333 -0,460 0,113 
EROS 0,447 -0,176 -0,589 0,292 0,245 -0,358 0,670 
TST 0,783 0,264 -1,091 -0,024 0,407 -0,784 0,618 

 Variáveis Categóricas 

 ω SOIL{0} ω SOIL{1} ω SOIL{2} ω SOIL{3} ω SOIL{4} ω LIT{0} ω LIT{1} ω LIT{2} ω LIT{3} ω LIT{4} 
H(1:1) -0,112 -0,311 0,086 0,342 -0,223 0,026 0,307 0,344 -0,064 0,046 
H(1:2) 0,022 0,180 0,307 -0,504 0,286 0,364 0,487 0,034 0,369 0,403 
H(1:3) -0,339 -0,549 0,562 0,220 0,173 0,337 -0,473 0,577 0,235 -0,121 
H(1:4) -0,427 -0,317 -0,578 0,244 -0,034 0,083 -0,250 -0,277 -0,191 0,063 
H(1:5) -0,001 -0,143 0,126 -0,463 0,225 -0,131 0,230 0,046 -0,332 -0,044 
H(1:6) -0,112 -0,311 0,086 0,342 -0,223 0,026 0,307 0,344 -0,064 0,046 
H(1:7) 0,022 0,180 0,307 -0,504 0,286 0,364 0,487 0,034 0,369 0,403 

 ω USO{0} ω USO{1} ω USO{2} ω USO{3}       

H(1:1) -0,449 0,332 -0,080 -0,323       
H(1:2) 0,194 -0,415 -0,321 -0,036       
H(1:3) 0,263 -0,032 -0,310 0,143       
H(1:4) 0,514 0,070 0,396 -0,405       
H(1:5) -0,449 0,332 -0,080 -0,323       
H(1:6) 0,194 -0,415 -0,321 -0,036       
H(1:7) 0,263 -0,032 -0,310 0,143       
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Neurônios – Primeira Camada Oculta 

 H(2:1) H(2:2)         

Bias -0,039 -0,375         
H(1:1) -0,482 0,003         
H(1:2) 0,003 0,148         
H(1:3) 2,518 0,753         
H(1:4) 0,118 -0,270         
H(1:5) -1,133 -0,348         
H(1:6) 0,524 0,214         
H(1:7) -0,112 -0,106         

Camada Saída   

Bias 4,313         
 -2,112 -6,629         

Nota: H1:1 a H2:2 – Referem-se ao número de neurônios e a camada a qual pertence.
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